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Lojistik regresyon modelinde en yaygin kullanilan parametre tahmin yéntemi
en cok olabilirliktir. Coklu ic iliskinin var olmas: durumunda en c¢ok olabilirlik
tahmin edicinin boyu ve asimptotik varyans: asir1 blydktir. Bunun sonucu olarak,
istatistiksel ¢ikarimlar hatali olur. Coklu i¢ iliskinin etkilerini azaltmak igin
literatirde en c¢ok olabilirlik tahmin ediciye alternatif bazi parametre tahmin
yontemleri dnerilmistir.

Bu calismada ise, lojistik regresyonda c¢oklu ic iliski olmasi durumunda
birinci-sira jackknife ridge lojistik tahmin edici, birinci-sira r — k ve r — d sinif
lojistik tahmin ediciler énerilmis ve bu tahmin edicilerin 6zellikleri ve performanslari
incelenmistir. Teorik olarak elde edilen sonuclar, hem sayisal 6rneklerle hem de
similasyon ¢alismalar: tGizerinde gosterilmistir.
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1. GIRIS

Regresyon analizi, aciklayict degisken veya degiskenler ile yamt degisken
arasindaki iliski inceleme ve bunlarin arasinda model olusturma islemidir. Regresyon
analizi, mihendislik, tip, biyoloji, ekonomi ve sosyal bilimler gibi bircok alanda
yaygin olarak kullanilmaktadir. Regresyon modelleri icerisinde ise en 6nemlisi ve
kullanim kolaylhiginin vermis oldugu avantajla en ¢ok kullanilan, lineer regresyon
modelidir. x; = [1,x;y, ..., ;4] i-inci aciklayict degisken vektord, y; i-inci gozleme
karsilik gelen yanit degisken, g’ = [ﬁo,ﬁl, ,ﬁq] parametre vektorl ve g; hata terimi

olmak uzere, lineer regresyon modeli,
Vi=xp+e,i=12..,n (1.1.)

olarak verilmektedir. Lineer regresyon modelinde yanit degiskenin normal dagilima
sahip oldugu varsayimi bulunmaktadir. Ancak, bu varsayim pratikte bazi durumlarda
saglanamamaktadir. Ornegin, yanit degisken, bir sinavin sonucunu “basarih” yada
“basarisiz” olarak gosterebilir veya bir tretim hattinda ¢ikan trindn “kusurlu” veya
“kusursuz” oldugu durumu ifade edebilir. Yapilan bir memnuniyet arastirmasinda ise
“cok memnun, memnun, memnun degil” kategorilerine gore kesikli degerler alabilir.
Bunun yan: sira, yanit degisken bir sayim verisi de olabilir. Ornegin, magazaya giren
her 100 musteriden deterjan alisverisi yapan mdsteri sayisi, 1000 kisi basina disen
trafik kazas gibi.

Lojistik regresyon, yanit degiskenin lineer regresyondakinin aksine surekli
degil iki ya da daha fazla deger aldig1 kesikli durumlarda kullanilmakta ve diger
regresyon analizleri gibi aciklayici degiskenler ile yanit degisken arasinda bir model
kurmay: amacglamaktadir.

Lojistik ve lineer regresyon arasindaki temel farkliliklar ¢zetlenecek olursa;
birincisi, lojistik regresyonda yanit degiskenin kesikli olmasi, lineer regresyonda ise
strekli olarak kullanilmasi; ikincisi, yanit degisken tizerindeki dagilim varsayiminin
ikili lojistik regresyonda Bernoulli dagilim: iken, lineer regresyonda ise goklu normal

dagilim olmasi; Gglinciisu ise lineer regresyon analizi sonucunda yanit degiskenin
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sahip olacag1 deger tahmin edilirken, lojistik regresyonda yanit degiskenin alacagi
degerlerden birinin gerceklesme olasiligi tahmin edilmektedir.

Yanit degisken ikili (Bernoulli) verilerden olusuyorken, lineer regresyon
kullanilirsa, cesitli problemler ortaya c¢ikmaktadir. Bunlardan birisi, lineer
regresyonda uydurulan yanit degiskenin degeri, yanit degiskenin alabilecegi bir
degerin olasiligin1 tahmin etmediginden —oo ile +oco arasinda olabilmektedir. Yani 0
ile 1 arasinda olma zorunlulugu yoktur. ikili veri tipi icin lineer regresyon
uygulanirsa, uydurulan yanit degisken negatif ya da 1 den biyuk bir deger
alabilmektedir. Halbuki bir olasilik degerinin negatif ya da 1 den blyuk olabilmesi
imkansizdir. Uydurulan yamt degisken (0,1) arahiginda olmas: gerektiginden,
tahminleri bu araliga ¢ekmek icin lojistik yanmit fonksiyonu kullanilarak logit
dontsum yapilmahdir. Lojistik yanit fonksiyonu, agiklayici degisken x in katsayisi
pozitif iken monoton artan; agiklayici degisken x in katsayisi negatif iken monoton
azalan S-seklindedir (S-Shape).

Lojistik yanit fonksiyonu ilk olarak Berkson (1944) tarafindan biyolojik
deneylerin analizinde kullanilmistir. Daha sonralarinda ise yine Berkson tarafindan
calismalarinda c¢okca kullanilmistir.  Lojistik regresyon modelinin ilk olarak
kullanim:i ise Cox (1958) ve Walker ve Duncan (1967) in calismalarinda
gorilmektedir. Albert ve Anderson (1984) ve Silvapulle (1981) ise ikili yanit
degisken icin en ¢ok olabilirlik yontemine iliskin ¢alismalar yapmislardir.

Tip ve epidemiyoloji alanlarinda kullanilmaya baslayan lojistik regresyon
modeli zamanla diger alanlarda da poptler hale gelmistir. Son yillarda, veri yapisinin
getirdigi 6zellik itibariyle, lojistik regresyon muhendislik, ekonomi, sosyal ve diger
bircok alanda kullanilmaya baslanmistir. Lojistik regresyon alaninda yapilan gtincel
calismalardan bazilar: incelenmistir:

Hazman (2009) vergi bilincini etkileyen muhtemel dissal etkenlerin
belirlenmesine yonelik lojistik regresyon modelini kullanmistir. Elde etmis oldugu
sonuclara gore, literatirde yer alan dissal etkenler gecerli olmakla birlikte;
“seffafligin tam olarak saglanamamasi”, “kamusal mal ve hizmet sunumunun
yetersizligi”,” politik basarisizlik” gibi etkenlerin de vergi bilinci Gzerinde etkileri

oldugunu tespit etmistir.
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Canbay ve Selim (2010) Turkiye geneli, kentsel ve kirsal kesim igin
hanehalk: yoksulluk duizeyini belirleyen unsurlari analiz etmislerdir. Tirkiye
Istatistik Kurumu (TUIK) tarafindan gerceklestirilen 2004 yili Hanehalki Biitge
Anketi ham verilerini kullanarak yapmis olduklar1 analizlerde lojistik regresyon
modelini kullanmiglardir. Elde etmis olduklari sonuglar, yoksullugun en 6nemli
belirleyicilerinin hanehalk: reisinin isteki durumu, calistigi isyerinin statusu,
isyerinin faaliyeti ve hanehalk: buylkligt oldugunu gostermistir.

Ogit ve ark. (2012) Tirkiye orneginde bankalarin finansal giic reytinginin
tahmini Gzerine bir ¢alisma yapmislardir. Bu ¢alismada, lojistik regresyon modelinin
yani sira baska analiz teknikleri kullanarak elde ettikleri  sonuglar
karsilastirmislardir. Elde ettikleri sonuglara gore, reyting Uzerindeki en Onemli
etkenler Kkarlilik, kaynaklarin etkin kullanimi, varliklar tzerindeki bor¢clanma oran
olarak bulunmustur.

Benkovskis ve ark. (2012) Letonya’daki tiketici fiyatlarinin belirlenmesi
davraniglarinin incelenmesi konusunda calismislardir. Bu calismalarinda Tketici
Fiyat Endeksi (TUFE) mikro verilerini kullanmislardir. Birgok agiklayici degiskeni
g0z Onlnde bulundurarak, fiyat degisiminin gozlenme olasiligint lojistik modellerle
aciklamaya calismiglardir.

Manzo ve ark. (2013), italya-Sicilya’daki toprak kaymas: hassasiyetinin
degerlendirilmesi igin lojistik regresyon modelini kullanmiglardir. Cografi bilgi
sistemleri icin kullanilan bilgisayar programindan elde edilen degiskenleri, aciklayici
degisken olarak kullanmis ve regresyon katsayilarini tahmin edip yorumlamislardir.
Uydurulan lojistik modelle, yaklasik % 80 lik bir dogru simiflandirma oran: elde
etmiglerdir.

Fescioglu-Unver ve Tanyeri (2013) sirket evlilikleri ile ilgili bir veri Gizerinde
hedef ve teklif veren sirketleri yapay sinir aglari ve lojistik regresyon ile analiz
etmislerdir. Elde ettikleri modeller hedef sirketler icin birbirine yakin sonug verirken,
teklif veren sirketi tahmin ederken lojistik model biraz daha iyi performans
gOstermistir.

Rijal ve ark. (2013) yaptiklar: ¢alismada Japon evlerindeki rahat hissedilen

sicaklik ve pencere acma davraniglarini lojistik modelle incelemislerdir. Lojistik
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regresyon analizi ile tahmin edilen pencere agma davranisi, olgtlen veri ile uyum
icinde oldugu gozlenmistir.

Bu dOrnekler 1s1ginda, sonug olarak, lojistik regresyon modeli birgok farkl
alanda kullanilmaktadir.

Bu calismada ise, ilk olarak lojistik regresyon modelinde parametre tahmin
yontemi olarak kullanilan en c¢ok olabilirlik (ML) anlatildiktan sonra lojistik
regresyon modelinde coklu i¢ iliski olmasi durumunda parametre tahminlerinin
kararsiz olacagindan ve varyansin artacagindan so6z edildikten sonra, ¢oklu i¢
iligkinin olmas1 durumunda ML tahmin ediciye alternatif olarak dnerilen literattrdeki
mevcut olan ridge turd, temel bilesenler turt ve Liu tird yanl tahmin ediciler ve son

yillarda yapilan ¢alismalar incelenmistir.

Sonraki kisimlarda ise sirasiyla lojistik regresyonda ¢oklu i¢ iliski olmasi
durumunda jackknife yanlilik azaltma proseduri takip edilerek birinci-sira jackknife
ridge lojistik tahmin edici, birinci-sira r — k ve r — d sinif lojistik tahmin ediciler
Onerilmis ve bu tahmin edicilerin 6zellikleri ve performanslari incelenmistir. Teorik
olarak elde edilen sonuclar, hem sayisal 6rneklerde hem de similasyon calismalar:

Uzerinde gosterilmistir.
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2. LOJISTIK REGRESYONDA TAHMIN EDICIiLER

2.1. ikili Lojistik Regresyon Modeli

T

Logit dénlstim, n; = x;B ven; = ln( ) g6z Onine alinarak

1-m;

x(B = In (L) 2.1)

1-m;

seklinde ifade edilmektedir. (2.1) esitliginin her iki tarafinin Gsteli alinirsa ve gerekli

ara islemler yapilip son olarak, m; yalniz birakilirsa,

!
_ exp(x{B) _ efif 1
1+exp(x(B)  14e%iF 146 ¥iF

i (2.2))
elde edilir. Diger bir ifadeyle, ikili lojistik regresyon modeli, x; = [1,xi1, ,xiq], q
tane aciklayici degiskenli g6zlem matrisi X: nxp (p =q + 1) in i-inci satir,
B = [,80,[31, ,Bq] parametre vektori ve y; ise Bernoulli rasgele degiskeni olmak

Uzere, Esitlik (2.2) de verildigi gibi ifade edilir.
2.2. En Cok Olabilirlik Tahmin Edici

Regresyon analizinde ilk adim parametre tahminidir. Parametrelerin tahmin
edilmesiyle yanit degiskeni tahmin edecek model olusturulur. Bu yizden,
parametrelerin dogru tahmin edilmesi, yanit degiskenin de dogru tahmin edilmesini
saglayacaktir.

ikili lojistik regresyon modeli,

y; ~ Bernoulli(rm;) (2.3)

seklinde ifade edilebilmektedir.
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Lojistik regresyonda parametre tahmininde kullanilan en yaygin yontem en
cok olabilirlik yontemidir. Her bir gozlem Bernoulli dagilimindan bagimsiz birer

g6zlem oldugundan, olasilik fonksiyonu

fO) =m/'(l-m)'™,i=12..,nvey =01
olarak yazilabilir. Olabilirlik fonksiyonu ise

Ly, B) =IIi: f (o) = TTiey (L — )™
seklindedir. Buradan log-olabilirlik fonksiyonu,

1(B) = Xiilyi in(my) + (1 — y;) In(1 — ;)]
= Yy in (5) + 21, In(1 — )

i

= Yy yixif — Ty In (1+ e¥F) (2.4)

elde edilir. En cok olabilirlik tahmini bulunmak istendiginden log-olabilirlik

fonksiyonunun g ya gore kismi tirevi alinip sifira esitlenir:

al *i6
% = Xt <3’i - 1;_"{/3> x; = Xi=1 (i —m)x; = 0. (2.5)
Esitlik (2.5) in B icin c¢oOzulmesi gerekmektedir. Fakat %ﬁﬁ), B ’min lineer bir

formunda olmadigindan kolayca ¢ozllemez ve Newton-Raphson metodu yardimiyla
¢6zim bulmaya calisilir. Newton-Raphson metodu iteratif bir yontem olup, gercek
koke yakinsamak istendiginden iteratif yontem

-1

0
%5 (2.6.)

(m+1) — p(m) 4 (_ 9%LB)
p p ( 6ﬁaﬁ’)
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esitliginin uygulanmasi ile elde edilir. (2.5) esitliginden

22U(pB) _
apop — i1 il = m)xix;

bulunur. Boylece, (™, B degerleri kullanilarak tahmin edilen 7 vektérinii ve

V = diag[#;"™ (1 — #;,"™)] olmak tizere, (2.6) esitligi

B = pm) 4 (X'V X)X (y — 7(M) (2.7)
- . . 3%1(B) , . C . .
olarak elde edilir. Literatlrde ~3pap X'VX ifadesi bilgi matrisi olarak

adlandiriimaktadir (Montgomery ve ark., 2001; Dobson ve Barnett, 2008). (2.7)

esitligi, (X'VX)~1X'V ortak parantezine alinarak yeniden diizenlenirse,
LD = (X'VX)TX'V(XLM™ + Vi (y — (™)) (2.8.)

yazilabilir. @ =X +V-1(y — #(™) duzeltilmis yant (adjusted response)

olmak Uzere,
LD = (X'VX) X'V (2.9.)

olarak elde edilir. (2.9) esitligi agirliklandirilmis en kiguk kareler formulasyonuna
benzemektedir. Su anki £ tahminleri kullanilarak her iterasyonda m;(1 — m;)
agirliklart gincellenmektedir. Boylelikle, "yeniden agirliklandirilmis iteratif en
kiiclik kareler yontemi (IRLS)" ile ™, pm+1) e yeterince yakin olana kadar
iterasyona devam edilir. Yani, ardigik iki iterasyon arasindaki parametre vektorleri
arasindaki farkin normu belirlenmis bir yakinsama kriterinden (6rnegin, 1 x 107°)
daha az ise iterasyon durdurulur.

IRLS algoritmasi icin takip edilecek prosedur su sekilde aciklanabilir (Myers
ve ark., 2010):
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1. B nin baslangic tahminini (8(?) elde etmek icin en kiiciik kareler (EKK)
tahminini kullanilir.

2. V ve m yi tahmin etmek icin £ 1 kullanilr.

3. Esitlik (2.8) kullanilir.

4. Yeni bir tanmin (8™M) elde edilip ve uygun bir yakinsama kriteri saglanana

kadar iterasyona devam edilir.

2.3. Lojistik Regresyon Modelinde Coklu ic Tliski

Ic iliski, iki aciklayici degisken arasinda lineer bir iliskinin var olmasi
durumunda olur. Coklu ic iliski ise bir coklu regresyon modelinde iki yada daha fazla
aciklayici degisken arasinda cok yuksek derecede lineer iligkinin var olmasi
durumunu ifade eder.

Coklu ic iliski oldugu zaman, tahmin edilen katsayilar istatistiksel anlamlilik,
buyukluk ve isaret bakimindan kararsiz hale gelir (Hoerl ve Kennard, 1970a; Hoerl
ve Kennard, 1970b; Hoerl ve ark. 1975; Montgomery ve ark., 2001; Ozkale, 2007;
vb).

Coklu ic iliskinin bir cok sebebi olabilir (Judge ve ark., 1985; Montgomery ve
ark., 2001). Bunlardan bazilar::

Uygulanan veri toplama metodu
Modelin ve yiginin yapisindan kaynaklanan zorunluluklar
Modelin yanlis belirlenmesi

Gozlem sayisindan daha fazla aciklayici degiskenin modelde olmasidir.

Veride coklu i¢ iliski varligini tespit etmek igin lineer regresyonda, basit
korelasyon matrisi, varyans sisirme faktorl, kosul sayisi ve varyans-ayristirma
oranlar1 irdelenmektedir (Marquardt, 1970; Webster ve ark., 1974; Belsley ve ark.,
1980; Montgomery ve ark., 2001).

Lineer regresyonda coklu i¢ iliskinin tespiti icin Onerilen yontemler bazi

yazarlar tarafindan lojistik modele uyarlanmistir. Schaefer ve ark. (1984) X'X



2. LOJISTIK REGRESYONDA TAHMIN EDICILER Engin ARICAN

matrisinin koti kosullu olmasi durumunda yani veride coklu i¢ iliski olmasi
durumunda X'V, X in bazi1 kosegen elemanlarimin cok biyik olacagini ifade
etmislerdir. Bu kriterlerden kosul sayisi ve varyans-ayristirma oranlari yontemleri,
Weissfeld ve Sereika (1991) tarafindan lojistik regresyon modeline tasimis ve
Olgeklenmis bilgi matrisini (@s,c = X'V, X) inceleyerek coklu ic iliski teshis
yontemleri gelistirmislerdir. Bilgi matrisine dayal olarak, A, =4, >4, > -+ >

Ap = Amin, @sic in sirah 0z degerleri olmak Uzere, kosul sayist

) = Lmax (2.10.)

)Lmin

tammlamisglardir. Weissfeld ve Sereika (1991) nin ¢oklu i¢ iliskinin tespit edilmesi
icin ileri surdikleri diger bir yaklasim, Olceklenmis varyans-kovaryans matrisine,
cov(Bu,) = (X Va X)™t , dayal olarak varyans-ayristirma oranlart lineer
regresyondakine benzer mantikla verilmesidir. Weissfeld ve Sereika (1991) yapmis
olduklart ampirik sayisal ornekteki veri icin kosul sayis1 ve varyans-ayristirma
oranlar1 igin esik degerleri tespit etmis olmalarina ragmen, literatirde genel kabul
gormus esik degerleri yoktur.
CGoklu ig iligkinin etkileri incelenecek olursa,

var(Bur) = (X Vi X) ™ (2.11)

ile verilen tahmin edicilerin varyanslari biyuyecektir (Schaefer ve ark., 1984;
Schaefer, 1986; Mansson ve Shukur, 2011). Bununla birlikte, tahmin edilen

parametrelerin gercek degerlerinden uzaklastigi gorulir (Schaefer ve ark., 1984). Bu
durumu Schaefer ve ark. (1984), B, yansiz bir tahmin edici oldugundan,

bias(BML) = 0 ve,
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E(Bubus) = ELBws = B+ B) Bur = B+ P)]
= E[(Bur — B) (Bur — B) + 2B’ (Bur, — B) + B'B]
= E[(Bur — B) (Bur — B)1 + 2BTE(Bu) — B1 + B'B
= tr[var(Buy)] + [bias(Bu.)]* + B'B

olmak Uzere

E(ﬁI;/IL[?ML) =BB+ tr[var(ﬁML)] + [biaS(BML)]Z
>pB+30_, var(ﬁML(j))

esitligi ile ifade etmistir. Yani, varyansin blylmesinin etkisiyle tahminler gercek
parametre degerlerinden uzaklagmaktadir. Bu durum, arastirmacilar: olusan kararsiz
tahminleri daha kararli hale getirecek yeni tahmin metotlari gelistirmeye

surtklemistir.
2.4. Ridge Turu Lojistik Tahmin Ediciler

Schaefer ve ark. (1984) lojistik regresyon icin “ridge tirl bir tahmin edici’yi

k yanlilik (ridge) parametresi olmak Uzere,
B(k) = X'V X + kI)7*X'Vay XBpyy,, k>0 (2.12))

seklinde gelistirmislerdir ve bu ridge tahmin edicinin, en ¢ok olabilirlik tahmin
ediciye gore daha kiicuk bir hata kareler ortalamas: (MSE) degerine sahip oldugunu
gostermisler, ayrica ampirik bir érnegin sonuglarini tartismiglardir. Bunun yani sira,
Lee ve Silvapulle (1988) yaptiklar1 calismada islemsel bir yanlilik parametresi
Onermiglerdir ve similasyon Ornegi Uzerinde Schaefer ve ark. (1984) onerdikleri

ridge parametresi ile karsilastirmiglardir.

10
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Le Cessie ve Van Houwelingen (1992) ise log-olabilirlik fonksiyonu tzerine
kisit koyarak birinci-sira ridge lojistik tahmin ediciyi, V(B,) gercek bir parametre

degeri 3, da deger alan agirlik matrisi olmak tzere

BD (k) = (X'V(Bo)X + kD) X'V(B)XBD (2.13)

seklinde elde etmislerdir. Burada ﬁi(o), Bo baslangic noktasina bagli tahmin edilmis

m; degerleri ve V(© = diag[ﬁi(o)(l — ﬁi(o))], tahmin edilmis ﬁi(o) degerlerine bagl

tahmin edilmis agirlik matrisi olmak tizere, -
BD = O + (xVOX) X' (y — ') (2.14.)

ikili lojistik regresyon modeli icin, birinci-sira ML tahmin edicidir .
Ridge lojistik regresyon modelinde 6nerilmis yanlilik parametreleri asagidaki
gibidir:

1. kg = — T, X'V X nin 6zvektorleridir (Schaefer ve ark., 1984).

max;(T/ Bur)?" "/’

2. kgy = Lﬁ, (Schaefer ve ark., 1984).

1A
ByLBmL

3. kg3 = A,;A (Schaefer ve ark., 1984).
BmLBML

tr(X'VyrX)
B X'VmLXBumi

4. ks = , (Lee ve Silvapulle, 1988).

Y tir ve @2y, Tify Nin maksimum

(y-9)'
n—p

2
5. kpysi = azs— burada s2 =

elemanin1 gostermektedir (Mansson ve Shukur, 2011).
2
ﬁ, (Mansson ve Shukur, 2011).

(H?ﬂ @j )

7. kyss = median(mjz), m; = ’ai’ (Mansson ve Shukur, 2011).

6. kMSZ =

11
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Ais? e .
1—2,1“2' A, X'X nin 6zdegerleridir (Mansson ve
(n—-p)s?+ jaj

8. kyss = max(y;), u; =
Shukur, 2011).

9. kyss = max(mi]_), (Mansson ve Shukur, 2011).

1/p
10. kys = ( p 21 ) , (Mansson ve Shukur, 2011).

=1,
] m;

11. kyg7 = median(%), (Mansson ve Shukur, 2011).
]

Bunlarin disinda, Le Cessie ve Van Houwelingen (1992) tarafindan capraz
gecerlilik kriterine dayal1 bir yanlilik parametresi secimi 6nerilmistir.
Daha sonralar1 ise, Saleh ve Kibria (2013) lojistik regresyon modelinde bes

cesit yari-deneysel (quasi-empirical) Bayes ridge tahmin edici 6nermistir:

1. Kisitlanmamis ridge lojistik tahmin edici, By, B min kisitlanmamis ML

tahmin edicisi olmak Uzere,

ﬁML (k) = Rn(k)ﬁML

—17-1
seklinde verilmistir. Burada n — o iken R, (k) = [I +k (%X’an) ] -

R(k) =[I + k(X'Vy . X)"117 ve U, =V, dir.
2. Kasttl: ridge lojistik tahmin edici, B4, f nin HB = h kisit1 altindaki Kisith
ML tahmin edicisi olmak Uzere,

B (k) = Ry (k) By
seklinde verilmistir. Burada,

Bur = By — X'VuX) " H'[H(X 'V X) T H'N(Hpyy, — h) chr.
3. On (preliminary) test ridge lojistik tahmin edici,

12
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B (k) = Rn(K)BisL

olarak verilmistir. Burada, S5 = By — (Bur — Bur)1(Ln — x2.), B nn 6n
test tahmin edicisi; Xé,a' L, mn sifir hipotezi altindaki dagiliminin a diizeyi
en (st degeri; 1(A), A kimesi icin gosterge fonksiyonudur. Bu tahmin edici
yari-deneysel Bayes tahmin edicisi olarak bilinmektedir.

On test tahmin edici, a onemlilik dizeyine baghdir ve bu yizden a nin
optimum degerini elde etmek On-test tahmin edici igin bir problem
olusturmaktadir. Bu sorunun Ustesinden gelmek icin asagidaki shrinkage
ridge tahmin edicileri 6nermislerdir.

4. Shrinkage ridge lojistik tahmin edici,

,B_ISVIL (k) = Rn(k).B_AS/IL

olarak verilmistir. Burada, B, = Bur — (@ — 2)Bur — Bur)Lnt, B nin
shrinkage tahmin edicisidir.

5. Pozitif kurall ridge lojistik tanmin edici,

Biri. (k) = Rn (k) B

olarak verilmistir. Burada, By} (k) = B (L, < (@ —2)) + By 1(L, =

(q — 2)), p mn pozitif kuralli tahmin edicisidir.

Ayrica, Saleh ve Kibria (2013) bu tahmin edicilerin asimptotik dagilimlarini
ve oOzelliklerini incelemislerdir. Onerilen tahmin edicilerin performanslarini

yanliligin karesi ve hipotez altinda risk fonksiyonlarina gore degerlendirmislerdir.

13
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2.5. Temel Bilesenler Tiru Lojistik Tahmin Ediciler

Lineer regresyon modelinde, yanli tahmin edicilerden temel bilesenler
yontemi (PCR) ilk olarak Hotelling (1933) tarafindan c¢oklu ic iliskinin etkilerini

gidermek icin ele alinmistir.
T, , bilgi matrisinin 6zdegerlerine karsilik gelen 0zvektorler olmak Uzere
temel bilesenler Z; = XT; (j = 1,..,p) olarak tanimlanir ve X matrisinin kolonlarin

maksimum varyansl ortogonal lineer olarak gerer. Z = XT ve a = T’ olmak Uzere

(1.1) modeli kanonik formda
y=Za+e

seklinde yazilabilir. 4, ..., 4, ler X'X in 6zdegerleri ve T Gzdegerlere karsilik gelen
Ozvektorler olmak uzere T'X'XT =Z'Z = A =diag(A,,...,4p) dir. @ mn EKK

tahmin edicisi
a=Z'z2)yZ'y=N17"y

dir ve @ nin kovaryans matrisi
var(@) = o%2(Z'Z)t = g?A71

seklinde yazilr. Z'Z = ¥7_, ¥7_, Z;Z; = A oldugundan, 6zdeger 2; j-inci temel
bilesenin varyansini gostermektedir. Tum A; ler bire esitse orijinal aciklayici
degiskenler ortogonaldir. Eger 4; nin birisi tam olarak sifira esitse orijinal aciklayic
degiskenler arasinda mukemmel bir lineer iliski vardir. 4; nin bir veya daha fazlas

sifira yakinsa bu durum coklu ic¢ iliskinin varligint gostermektedir.
Coklu ic iligkinin etkilerini azaltmak icin, temel bilesenler lojistik regresyon
modeli, temel bilesenlerin indirgenmis bir kimesi ile olusturulur. 8 nin temel

bilesenler tahmin edicisi, bir ya da daha fazla temel bilesenin atilmas: sonu¢ modele

14
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EKK uygulanmasiyla ve tekrar orijinal parametre uzayina doniisum yapilmas: ile
elde edilmektedir.
Temel bilesenler tahmin ediciyi elde etmek icin aciklayici degiskenlerin

azalan Ozdegerlere (4, = --- = 4,) sahip sekilde siralandig: varsayihir. Son p — r tane

A 0
Ozdegerin yaklasik olarak sifira esit oldugu farzedilir. A = (Or A ) a=
p-r

a X
(apir)’ Z=(Zy Zpy)veT =Ty Tp-r)olmak Uzere,

y=Zrar+Z, sanp_te

seklinde pargalanarak yazilabilir. Coklu i¢ iliskinin olmast durumunda, temel
bilesenler regresyon analizinde sifira yakin 6zdegere sahip temel bilesenler analizden

cikarilir ve kalan temel bilesenlere EKK uygulanir. Yani, @ nin PCR tahmin edicisi,

Apcr = A7 Zyy
olarak elde edilir. Orijinal parametrelere dontsum yapilirsa,

,éPCR =T,apcg = T, A7 Z)y = TrTr,,BAEKK
yazilabilir (Montgomery ve ark., 2001).

Lineer modeldeki mantik takip edilerek, Schaefer (1986), Marx ve Smith
(1990), Barker ve Brown (2001), Aguilera ve ark. (2006) ve Shahmandi ve ark.
(2013) calismalarinda lojistik regresyon modeli i¢in temel bilesenler tiriinde tahmin
ediciler kullaniimustir.

Schaefer (1986) tarafindan tek basamakli (yani, en kiicuk 6zdegere sahip

gozlemlerin tek seferde atilmasina dayali) temel bilesenler tahmin ediciyi,

BPC = (X'VX)*X'VXBuL (2.15.)

15
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seklinde verilmistir. Burada, (X'VX)* en kicik 0Ozdegere sahip temel bilesen
atildiktan sonra X'VX in Moore-Penrose tersini gostermektedir. Buna ek olarak,

Stein tahmin ediciyi, 0 < ¢ < 1 olmak Uzere

ﬁStein = C[?ML (2.16.)

seklinde Onermistir. Ayrica, bu tahmin ediciler bir similasyon 0Ornegi ile
tartistlmastir.

Marx ve Smith (1990) ise Schaefer (1986) dan farkl: olarak, lojistik regresyon
modelini de iceren genellestirilmis lineer modeller i¢in birden fazla temel bilesenin
atilmasina dayal iteratif temel bilesenler tahmin ediciyi 6nermislerdir. Aguilera ve
ark. (2006) ise lojistik regresyon modeli icin iteratif temel bilesenler tahmin ediciyi
vermislerdir.

Bilgi matrisi spektral ayrisim géz 6niine ahnarak, A =T'QT = Z'Vy, Z =
diag(4;) p < p tipinde X'V, X in sirali 6zdegerlerinden (24 = Apqy 2 1, 2 -+ >
Ar > Appy > 2 Ay = Apin ) Olusan kosegen matirisi ve T =[T; .. T,]: pxp
tipinde X'V, X in sirali 6zdegerlerine karsilik gelen 6zvektorlerin ortogonal matrisi
olmak Uzere @ = X'V, X = TAT' seklinde ifade edilebilir (Marx ve Smith, 1990).

Logit donustim, kanonik formda L = X = XTT'S = Za seklinde gosterilsin.

Z matrisi ve a vektorl, Z,_, (r < p) modelden atilan temel bilesenleri icermek
a
lzere, Z = [Z, Zp—r]vea = [apir] seklinde parcalanabilir. Boylece, T ve A ise,

ZWVaZy = TiX'Vi XTp = Ap Ve Zy_ Vi Zy_y = Ty X'V XTy_p = A,_, 0lmak

p-r
uzere, T =[Iy Tp—r]ved = [/é)r Af r] seklinde parcalanabilir. Bu ayrismayi goz
ontne alarak, logit dénustim L = Xp = XT,T/f + XT,_, Ty = Zpay + Zp_r 0y
olarak tekrar yazilabilir. Temel bilesenlerin ¢oklu i¢ iliskinin etkilerini azaltabilmesi,
tam logit modelden (L = Za), Z, = XT, ve a,, = T, olmak (zere indirgenmis logit
model L = Z,.a, ye gecisiyle mimkin olmaktadir (Marx ve Smith, 1990; Aguilera
ve ark., 2006).

16
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Kanonik donlisum g6z onuine alinarak, indirgenmis lojistik regresyon modeli,
Z(ryi = [1 21 .. 2], Zy NN i-inci satirn ve a;. = [ag a4 ... a,] parametrelerin vektord

olmak Uzere,

exp (z('r)iar) _ 1

1+exp(z('r)iar) 1+exp(—z('r)iar) ’

()i — i = l, 2, ., n (2.17.)

seklinde yazilabilir. (2.15) ile verilen modele ait log-olabilirlik fonksiyonu ise,
l(ar) = 271'1=1 yizér)iar - 271'1=1 ln[l + exp(zér)iar)] (218)
dir. I(a,-) nin maksimizasyonu a, nin ML tahminini verir. [(a,), a, nin lineer

formunda olmadigindan, Newton-Raphson metodunun uygulanmas: ile iteratif

algoritma elde edilir:
& =& + (2 2) " Zily — 27 0) (219)

By nin elde edilisine benzer sekilde, son iterasondaki ML tahmin edici,
1

———olmak Uzere,
Tr)i(1-7r)i)

w' = [W1 Wn] vew; = |n(ﬁ(r)1) + (yl — ﬁ(r)l)

ar = (ZyVurZr) " 2y Vo w (2.20.)
seklinde de yazilabilir. Yakinsama saglanana kadar, tahmin edilmis 7(,y; olasiliklari,
herbir asamada o0 asamadaki parametre tahminlerine dayali olarak tekrar
hesaplanmaktadir. Orijinal parametreler agisindan, sonug

B, =T,a, (2.21.)

olur ve iteratif temel bilesenler lojistik tahmin edici (PCLR) elde edilir.

17
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Temel bilesenlerin secimi igin Aguilera ve ark. (2006) "toplam degiskenligin

yuzdesi" yontemini kullanmiglardr:

T

j=1%

P
2:]'=1l]'

PTV =

x 100. (2.22.)

PTV icin literatiirde genel kabul gérmus bir esik noktas: bulunmamaktadir.

Marx ve Smith (1990) ise temel bilesenlerin se¢imi igin Jolliffe (1986) deki
lineer model icin verilmis olan yaklasimlari referans gostermektedirler. Jolliffe
(1986) nin yaklasimlarindan birisi belli bir esik noktasinin (6r: 0.01) altinda degere
sahip kucuk 6zdegerlere sahip temel bilesenlerin modelden atilmasidir. Diger bir
yaklasimi ise, bilesenlerin dnemliligi Uzerine asimptotik dagilimi kullanarak test
yapmaya dayalidir. Temel bilesenlerin tam kiimesi @&~N(a, A1) icin C, g < (p + 1)

boyutlu sabitlerin matrisi olmak tzere H,: Ca = 0 hipotezi test edilmek istenir. Test
istatistigi ise @'C (CA™1C) C&"X; olarak verilir. Tek bir bilesen igin test istatistigi
ise &J-ZA]- ~ xZ olur. Bu test istatistikleri asimptotik ki-kare dagiliminin uygun bir

yuzdelik noktas: ile karsilastirilir. Anlamsiz olan bilesenler modelden atilir.
2.6. Liu Turu Lojistik Tahmin Ediciler

Mansson ve ark. (2012) ise lineer regresyonda coklu i¢ iliskinin etkilerini
azaltmak icin Liu (1993) tarafindan onerilen Liu tahmin ediciyi, lojistik modele
uyarlayarak Liu lojistik tahmin ediciyi,

B(d) = (X' Vyp X + )7HX' Vo X + dI) By, (2.23.)

olarak ifade etmislerdir. Burada O <d < 1 yanlilik parametresidir. Liu lojistik

tahmin edici i¢in yanlilik parametresinin farkli secim yontemleri asagida verilmistir:
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Qrax

1. dyxs; = max <0%> (Mansson ve ark., 2012).

~2

2. dygs, = max (O, median(‘f’# ) (Mansson ve ark., 2012).

2
— 40
lj J

~2

3. dygs3 = max <0,;Z§’ 1 (f ) (Mansson ve ark., 2012).
)”J

aj

@?
J

at-
0, max (f’ 1) (Mansson ve ark., 2012).

2
@

Aj

a2
5. dygss = max (O, min(‘f’ Al) (Mansson ve ark., 2012).

6. dyxse = max O,medlan(q])) (Mansson ve ark., 2015).

7. dyks; = max |0, ] 1q]) (Mansson ve ark., 2015).

(
(

8. dyxse = max (O,m x(q])) (Mansson ve ark., 2015).
(

9. dygse = max |0, mm(q] ) (Mansson ve ark., 2015).
Burada, q; = 21
Huang (2012) tarafindan ridge ve Liu lojistik tahmin edicileri iceren bir Liu-

tard lojistik tahmin ediciyi ise
Bra = X'Vy X + k)" (X' Vo X + kdD)fy, k>0,0<d <1 (2.24)

ile vermistir. Yeni tahmin edicinin ML ve ridge lojistik tahmin ediciye tstiin olmasi
icin gerek ve yeter kosullar: elde etmistir. Teorik sonuclart Monte Carlo simiilasyon
calismasinda gostermistir.

Inan ve Erdogan (2013), lineer regresyon modelinde Liu (2003) tarafindan
Onerilen Liu-tir( tahmin ediciyi lojistik modele uyarlayarak Liu-tlrQ lojistik tahmin

ediciyi,
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Blk,d) = (X'Vag X + kD)™ (X 'Vay X — dD) By (2.25.)
ile vermislerdir. Burada k > 0 ve —o < d < +oo dir. Tahmin ediciyi gercek bir

veri kiimesinde ve simulasyon c¢alismasinda kullanip (2.12) ile verilen ridge lojistik

tahmin ediciden skaler degerli MSE kriterine gore Ustiin oldugunu gostermislerdir.
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3. BIRINCi-SIRA JACKKNIFE RIDGE LOJIiSTiK TAHMIN EDIiCi

Bir tahmin edici Uzerindeki jackknife prosedrd, bir veri kiimesinden herbir
gbzlemin sistematik olarak disar1 atilmas: ve tahminin hesaplanmas: ve sonra bu
hesaplamalarin ortalamasinin bulunmasi ile uygulanmaktadir.

Arastirmacilar lineer regresyon modelinde coklu i¢ iliskiden kaynaklanan
yanliligi azaltmak igin Quenouilla (1956) ve Tukey (1958) tarafindan gelistirilen
jackknife prosediriini  kullanmaktadirlar.  Ornegin, Singh ve ark. (1986)
genellestirilmis ridge regresyon tahmin edicinin yanliligi azaltmak igin jackknife
prosediriiniin uygulanmast ile hemen hemen yansiz genellestirilmis ridge regresyon
tahmin ediciyi 6nermistir. Ohtani (1986) ve Singh ve Chaubey (1987) jackknife ridge
tahmin edicinin 6zelliklerini incelemislerdir. Nomura (1988), Singh ve ark. (1986)
tarafindan 6nerilmis hemen hemen yansiz genellestirilmis ridge regresyon tahmin
ediciyi skaler degerli MSE kriteri acisindan EKK ve genellestirilmis ridge regresyon
tahmin edici ile karsilastirmis ve islemsel bir ridge parametresi 6nermistir. Gruber
(1991) siradan ve jackknife ridge tipi tahmin edicileri farkl iyilik 6lclleri altinda
Karsilastirmistir. Ozkale (2008), Trenkler (1984) tarafindan onerilmis ridge tahmin
ediciye jackknife prosedlri uygulayarak yeni bir tahmin edici 6nermis ve
Ozelliklerini tartismastar.

Ancak, lojistik regresyon modelinde ise jackknife prosedirl yeterince dikkat
cekmemistir. ML, asimptotik olarak yansiz parametre tahminleri vermektedir.
Ancak, kicik 0Ornek caplarinda parametre tahminlerinin mutlak yanliligi artis
egiliminde olmaktadir (Anderson ve Richardson, 1979). ML tahminlerindeki
yanliligi azaltmak igin, ML tahmin edicide bir basamakl:i jackknife uygulamalar
kicik ornek capli yapida Farewell (1978), Parr ve Tolley (1982) ve Jewell (1984) in
calismalarinda ele alinmistir. Ancak bu ¢alismalar ¢oklu lojistik regresyon modeli
icin yeterli ¢6zim Uretememistir (Bull ve ark., 1994). Bull ve ark. (1994) lojistik
regresyon modelinde ML tahmin edicide bir ve iki basamak jackknife prosedirini
arastirmigstir. Yanlilik azaltmakta Taylor serisine dayal iki basamakli yaklagimin iyi
sonu¢ verdigini gostermiglerdir. Bull ve ark. (1997) coklu lojistik regresyon

21



3. BIRINCI-SIRA JACKKNIFE RIDGE LOJISTIK TAHMIN EDICi Engin ARICAN

modelinde  yanlihigi azaltilmig tahminlerin  pratik iligkilerini  drneklerle
gostermislerdir.

Bu calismada ise, yanlilig1 azaltmak igin birinci-sira ridge lojistik tahmin
ediciye jackknife prosedurinun uygulanmas: ile birinci-sira jackknife ridge lojistik
(JRL) tahmin edici olarak adlandirilan yeni bir tahmin edici 6nerilmistir.

Birinci-sira jackknife ridge lojistik tahmin ediciyi elde etmek igin,
orneklemden i-inci gozlemin silinmesi ile elde edilen Bfli)(k) tahmin ediciye ihtiyac
duyulur.

Ozkale ve ark. (baskida) i-inci gézlemin silindigi durumdaki £ (k) yi,

hi(k) = v 0% (XVOX + kI)x; ve vl = 21 — #(?) olmak iizere,

v A
B = B0 — ST — x 0 (0) 31)

olarak tanimlamslardir. Hinkley (1977) agirhiklandirilmis jackknife tahmin edicinin

elde edilebilmesi igin agirhiklandirilmis yalancit (pseudo) degerleri Onermistir.
Hinkley (1977) takip edilerek, agirliklandirilmis yalanci -degerler,

Qi = BYU) + n[1 — hy; (BD (k) — B2 ()] (3.2)

ve ilgili agirliklandirilmis jackknife tahmin edici

FOU)=n"13Q; (3.3)

seklinde verilebilir.
Esitlik (3.1) ve (3.2), Lx vz = x'V@2z® ve ¥ xvPx = x'VOx
kullanilarak Esitlik (3.3),

D (k) = [1 + k(X'VOX + kI) 18D (k) (3.4)
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olacak sekilde sadelestirilir. Buradan Esitlik (2.12) kullanilarak, birinci-sira JRL

tahmin edici, 3 in bir dénustimii olarak
DOk = [ — k2(X'VOX + k) *]pW (35)

seklinde elde edilir.
Buna ek olarak, K = diag(ky, k3, ..., ky) yanlihk parametrelerinin kdsegen
matrisi ve k; > 0,i = 1, ..., p olmak (zere birinci-sira genellestirilmis ridge ve JRL

tahmin ediciler,

FOK) = (XVOX + k) XVOX[D, (3.6.)

FOK) = [I - K(X'VOX + k) °K]pD (3.7.)
seklinde ifade edilebilir.
3.1. Birinci-Sira Jackknife Ridge Lojistik Tahmin Edicinin Performansi

Bu bolimde, birinci-sira JRL tahmin edicinin birinci-sira ML ve birinci-sira
ridge lojistik tahmin edicilerle yanlilik, skaler degerli MSE ve matris degerli MSE
acisindan Karsilastirmalari g6z oniine ahinacaktir. Karsilastirmalar: kolaylastirmak
icin kanonik form ifadeleri kullanilacaktir (Rao, 1973).

Birinci-sira ridge ve JRL tahmin edicileri kanonik formda sirasiyla asagidaki

gibi ifade edilebilir:

aW (k) = (ZVOZ + kI) 2V ©ZzaW,

d(l)(k) =[I- kz(Z’V(O)Z + kI)_z]d(l) _
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Burada, a®) = (2V©@2) " 2V Ou", 0 = Za® + (V) (3, - 2?) ve 2, a°
baslangic degerinin? kullanim: ile tahmin edilmis 7 degerlerinin vektoridir. @™

asimptotik yansizcir ve asimptotik kovaryans matrisi cov(@®) = (zv©®z)™" =

A~ Mdir. Esitlik (3.4) ve (3.5) den, @™ (k) ve @@ (k) nin yanlilik vektorleri sirasiyla,
Bias (@D(k)) = —k(ZVOZ + ki) "a® = —k(A + kI)a®, (3.8.)
Bias (aW(k)) = —k*(2V©Z + kD) “a® = —k2(A + kI)"2a° (3.9.)
ve asimptotik kovaryans matrisleri

cov (a®(K)) = (2VOz + k) (ZVOZ)(ZVOZ + ki)

=(A+ kDA + k)71,

cov (a0()) = [1 - k2(2v Oz + k1) | (2v©2) ™
x[1-k2(2vOz + k1)~

=[I — k2(A + kI)"2]A" I — k2(A + kI)72]

dir.

MSE, yanlihgin karesi ile varyansin toplam: seklinde tanimlandigindan,
birinci-sira ML, birinci-sira ridge lojistik ve birinci-sira JRL tahmin edicilerin matris
degerli MSE leri (MMSE) sirasiyla;

MMSE(@®M) = A7 (3.10.)

LEsitlik (2.7) den, @® = @© + (2V©2) ' 2’ (y; — #2) dir ve @®, o nin baglangsg tahminidir.
iterasyona baslamak icin @(® bilinmelidir. Bu yiizden, bir gercel (reel) parametre, 6rnegin a® = T’
kullanilabilir.

24



3. BIRINCI-SIRA JACKKNIFE RIDGE LOJISTIK TAHMIN EDICi Engin ARICAN

MMSE (&(1)(k)) = (A +kI)TIA(A + kD)1

+k2(A+ kD) aa® (A + kD) 7T, (3.11)

MMSE (d(l)(k)) = [I — k2(A + kI)~2]A"Y[I — k2(A + kI)~2]

+k*(A+ kI)2a’a® (A + kI) 2. (3.12)

Skaler degerli MSE ler (SMSE) ise matris degerli MSE lere iz (trace)

operatorinin uygulanmasi ile elde edilir. &i(l) nin skaler degerli MSE si, @ birinci-

sira ML tahmin edicinin i-inci bilesenini gostermek tzere
~() _ 7 -1 . _
SMSE(a®) = 2" i=12,..p (3.13)

seklindedir. Birinci-sira genellestirilmis ridge lojistik tahmin edici @ (K) ve
birinci-sira genellestirilmis JRL tahmin edici @ (K) skaler degerli MSE lerinin i-

inci bilesenleri sirasiyla,

(1) _ Mtkf(a)® .
SMSE((XL (K)) - W,l - 1,2, - (314)

ve

_ Aiut2k)*+k{ (af)?
B (Ait+hei)* !

SMSE(di(l)(K)) i=12..,p (3.15.)

dir®.

Teorem 3.1. ikili lojistik regresyon modelinde, sabit k > 0 igin

2 Her ne kadar lojistik regresyon modelindeki hata kareler matrisleri kapal: formda lineer regresyon
modelindekine benzese de, aym degillerdir. Clinki lojistik regresyonda 6zdegerler ve iligkili
ozvektorler iteratif form X'V,,, X den veya birinci-sira yaklastirmali X'V (X den hesaplanirken, lineer
regresyonda X'X den hesaplanmaktadir. Bu durum ¢alismanin tamaminda gegerlidir.
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”Bias (&(1)(k)) ||2 < ||Bias (a(l)(k)) ||2

esitsizligi mevcuttur. Burada ||. || yanlilik vektdrlerinin normunu gostermektedir.
Ispat 3.1. Esitlik (3.8) ve (3.9) dan, G =k*(A+kI)?>—k*(A+kI)™* ve G,

k2/1i(/‘li+2k)

kosegen elemanlar Gt

olan bir kosegen matris olmak (Uzere

”Bias (d(l)(k))”2 - ”Bias (d(l)(k))”2 = a”Ga® elde edilir. k > 0 igin, a” Ga®
pozitiftir. Boylece, ispat tamamlanmstir (bkz: Grog, 2003; Ozkale, 2008).

Teorem 3.2. Sabit k; > 0 icin, @ (K) min yanhhginin i-inci bilesenin mutlak
degeri, @ (K) ninkinden daha kiiuktir.

Ispat 3.2. Yanlilik vektorlerinin i-inci bilesenlerinin mutlak degerleri arasindaki

fark, |@?|, @® n i-inci elemaninin mutlak degerini gostermek tzere,

|Bias(a§1)(1<))| - |Bias(()2i(1)(K))| = % |a?] (3.16.)
yazilabilir. Esitlik (3.16) daki fark, pozitiftir. BOylece, ispat tamamlanir (bkz: Singh
ve ark., 1986; Nomura, 1988; Ozkale, 2008).

Teorem 3.1 ve 3.2, yanhlik parametrelerinin stokastik olmamas: varsayimi
altinda jackknife proseddrinun kullanilmast ile yanliligin azaldigi gorulmektedir.

Esitlikler (3.13)-(3.15) hesaba katilarak, éncelikle, birinci-sira genellestirilmis
JRL tahmin edici, birinci-sira ML tahmin ediciyle, sonra birinci-sira genellestirilmis
ridge lojistik tahmin ediciyle skaler degerli MSE (SMSE) kriterine gore
karsilastiriimastur:

Teorem 33. a) (a)?2,—1<0 ise, O<k;<w ve i=1..p igcin
sMSE(a (K)) < smsE(al) dir.

b) (a?)?1; — 1 > 0 ise, dyle bir k;; > 0 vardirki,i =1,...,p ve 0 < k; < ky; igin,

22+ /Zli2+2/1i3(a?)2
ki =

(af)?22;-1
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olmak izere, SMSE (@ (k) ) < SMSE(a{) dir.
spat 3.3. Esitlik (3.13) ve (3.15) kullanilarak, bazi cebirsel sadelestirmelerden

sonra, A, = SMSE(di(l)(K )) — SMSE (di(l)) farki alinirsa,

_ kL@ Ai-1)kf —a2ik;i=22,°]

A
1 Ai(A+k)*

(3.17.)
elde edilir. A, in negatif olmasi icin, Esitlik (3.17) nin pay kismi
k2[((@f)?A; — Dk? — 44k, — 24,°] <0
esitsizligini saglamahdir. kZ > 0 ve
fk) = [(A(a?)? = DkF — 42k, — 22,°]
k; nin karesel bir fonksiyonu oldugundan, f(k;) i negatif yapacak k; degerleri

2 /2/11-2+2/1i3(a?)2 ) o o
arastinilhir. f(k;), seklinde iki koke sahiptir ve (a?)?4;—1>0

(af)?2;-1

22— [22%+22; (@0)?

(a?)22;-1

oldugu varsayildiginda,

22;+ [22%+22; (@0)?

(af)?2;-1

negatif olur. Bundan dolay:, f(k;),

den kuguk k; degerleri icin negatiftir. Diger yandan,

(a?)?2; — 1 < 0 varsayimi altinda, f(k;), O dan biiyik k; degerleri igin negatiftir.
Bdylece, ispat tamamlanir.

Teorem 3.4.

3_/1"(0[?)2"'\/(3_Ai(a?)2)2+16li(a?)2

2 (af)y?
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olmak Uzere, 0 < k,; <k; arahgindaki k; degerleri icin skaler degerli MSE
acisindan birinci-sira genellestirilmis JRL tahmin edicinin i-inci bileseni, birinci-sira
genellestirilmis ridge lojistik tahmin edicinin i-inci bileseninden stiindur.

ispat 3.4. Esitlik (3.14) ve (3.15) kullanilarak, baz1 cebirsel sadelestirmelerden

sonra, A, = SMSE(a{” (K)) — SMSE(a{™ (K)) farki alnirsa,

— —Aiki[2(a)?k? - (3-2i(af)?)ki—24;]
(Ai+ky)*

A, (3.18.)

elde edilir. k; ve bltun A; pozitif oldugunu not ederek, Esitlik (3.18) in pay: negatif

oldugu zaman A,< 0 olur. Ayn1 zamanda k; nin karesel bir fonksiyonu olarak

f (ki) =2(a))?ki — (B — A(a))k; —22; > 0

3—/1i(a?)2$J(3—Ai(a?)2)2+16,1i(a?)2

4(ap)?

ifade edilebilir. f(k;), seklinde iki koke sahiptir.

3"’11'(“?)2—\/(3-li(a?)2)2+16/‘1i(a?)2

4(a)?

negatif oldugu hesaba katilirsa, ispat tamamlanar.

Teorem 3.5. Sabit k > 0 i¢in, birinci-sira JRL tahmin edici matris degerli MSE

acisindan birinci-sira ML tahmin ediciye gore Ustiin olmasi icin gerek ve yeter kosul
k2a®[2A + 4kl + kK?°A™' 2% < 1 (3.19.)

esitsizliginin dogru olmasidur.
Ispat 3.5. Esitlik (3.10) ve (3.12) kullanilarak,

Ay= MMSE (@) — MMSE (@© (k) ) matris farks,

As= (A + kD 72[(A + kD)*A™H (A + kI)? — [(A + kI)? — k?]
x ATH(A + kI)? — k2] — k*a® a®](A + kI)~2
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seklinde yazilabilir. Sadelestirmelerden sonra

A= (A + kI)2[2k2A + 4K3] + k*A™Y — k*a® a®(A + kI)~2
olur. 2A + 4kl + k*A™" pozitif-tanimli matris oldugundan, Farebrother (1976)
tarafindan verilen teorem kullanilarak ispat tamamlanur.
Teorem 3.6. k > 0 igin, birinci-sira JRL tahmin edici matris degerli MSE agisindan
birinci-sira ridge lojistik tahmin ediciye gére Usttin olmasi icin yeter kosul

k2a® (A + kI)(2A* + 3kA) Y (A + kDa® < 1

esitsizliginin dogru olmasidir.
Ispat 3.6. Esitlik (3.11) ve (3.12) kullanilarak,

A,= MMSE (&(1)(k)) — MMSE (&(1)(k)) matris farki,
Ay=M—Ek*(A+ kD) 2aa”(A+ kD) + k*(A+ k) 2aa% (A + kI)™2
olarak yazilir. Burada,

M=(A+kDTAWN+ kD™ —[I — k2(A+ kD)™Z]JA™I — k2(A + kI)7?]
= (A + kI)72(2kA* + 3k2A) (A + kI) 2

dir.  k*(A+kD)2aa”(A+kI)72  pozitif-tammh oldugundan, eger
M —Ek2(A+ k) aa® (A + kI)™! pozitif yarn tammh ise, A, pozitif-tanimh
matristir. Farebrother (1976) tarafindan verilen teorem kullanilarak, k > 0 icin

k2a® (A + kI)(2A% + 3kA) V(A + kI)a® < 1

ise M — k(A + kI)"aa® (A + kI)~? pozitif yar: taniml matristir.
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Teorem 3.1-3.6 da elde edilen kosullar bilinmeyen a® ve k parametrelerine
baghdir. Bu bilinmeyen parametrelerden dolayi, birinci-sira JRL tahmin edicinin
Ustlnltglh bu parametrelerin belirli degerleri icin degisebilir. @ 1 yansiz tahmin
edicisi olan birinci-sira ML tahmin edicisi @ ile ve k parametresi Bélim 3.2 de

Onerilen tahmin edicileriyle yer degistirilmistir.
3.2. Yanhhk Parametresinin Segimi

Yanlilik parametresinin segimi énemli bir problemdir. Optimum k degerini

@W(K) min skaler degerli MSE sinin minimize edilmesi ile elde edilir:

- ALtk =kF12 4k} (af)?
SMSE (a(l)(K)) =X - zamq])‘* .

nin k; ye gore kismi turevi alinip,

9 ~(1) _op  Aki((ad)2kE-2ki-2))
ok (SMSE (a (K))) B Zizl (Aj+ky)S

sifira esitlenirse,

14 /1+)Li(a?)2
ki=——F——,1=12,..,p (3.20.)

i (a?)z

de minimize olur. (3.20) ile verilen k; in harmonik ortalamas: alinarak k nin bir

tahmin edicisi,

- p
kH - ~(1)y2
7P @ )

T [1+2,@)2

elde edilir. Burada, @

, a nin birinci-sira ML tahmin edicisinin i-inci bilesenidir.
Yanlilik parametresinin degeri tahmin ediciyi etkilendiginden, harmonik
ortalamanin yani sira, Kibria (2003) lineer regresyon modelinde yanlilik

parametresinin tahmin edilmesinde geometrik ortalamay: ve medyan: kullanarak
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oneri yapmstir. Kibria (2003) takip edilerek, bu calismada da geometrik ortalamaya

ve medyana dayali yanlilik parametreleri sirasiyla

1

_ (1) P
R 1+ /1+li(ai )2
ke = | Ty ——mo—

i=1 (afl))z

ve

1+ [142;@D)?

k, = median
M (alg))z

olarak onerilmistir.
Birinci-sira JRL tahmin edici icin sayisal 6rnek uygulamas: Bolim 6.1 de ve
birinci-sira JRL tahmin edicinin diger bazi tahmin edicilerle farkli durumlar altinda

karsilastirmalarini iceren simiilasyon calismalar: ise Bolim 7.1 ve 7.4 de verilmistir.
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4, BIRINCI-SIRA r — k SINIF LOJISTiK TAHMIN EDIiCI

Lineer regresyon modelinde ¢oklu ig iliskinin olmas: durumunda EKK tahmin
ediciye alternatif olarak Baye ve Parker (1984) ridge ve temel bilesenler tahmin
edicileri birlestirerek r — k sinif tahmin ediciyi 6nermislerdir. r — k sinif tahmin
edici, indirgenmis modeldeki parametrelere ridge tahmin edicinin uygulanmas: ve
tekrar orijinal parametre uzayina dontsum yapilmasi ile elde edilmektedir. Baye ve
Parker (1984) r — k sinif tahmin edicinin EKK, temel bilesenler ve ridge tahmin
edicilerin genel hali oldugunu belirtmislerdir. Skaler degerli MSE acisindan r — k
stmf tahmin edicinin temel bilesenler tahmin ediciden daha iyi oldugunu
gostermislerdir. Nomura ve Ohkubo (1985) r — k sinif tahmin ediciyi skaler degerli
MSE acisindan EKK ve ridge tahmin edicilerle karsilagtirmistir. Sarkar (1996) ise
r — k simf tahmin ediciyi EKK, ridge ve temel bilesenler tahmin ediciler ile matris
degerli MSE kriterine gore karsilastirmistir. Ozkale ve Kagciranlar (2008) ise r — k
siif tahmin ediciyle EKK tahmin ediciyi Pitman'in yakinlik kriterine gore
karsilastirmstir.

Lineer regresyon modelindeki mantik takip edilerek, bu bélimde birinci-sira
r — k sinif lojistik tahmin edici 6nerilmistir. Ridge lojistik tahmin edici, [(f) nin

ceza terimi ||B]|> ye baglh maksimizasyonu ile elde edilebilmektedir.
maxg {l(ﬁ) —gllﬁllz} seklinde ifade edilebilir (Le Cessie ve Van Houwelingen,
1992; Bielza ve ark., 2011).

Ridge lojistik regresyon fikrinin uygulanmas: ile indirgenmis modelin log-

olabilirlik fonksiyonu, a;a, ye bagh olarak maksimize edilmesi

k
max,, {I*(a,)} = max,, {l(ar) — Ea;ar} (4.1)
olarak gosterilebilir. . = [T@)1 -~ T@)n] olmak tizere, I¥(a,) nin birinci tiirevi
alk(ay) _ a k _ 0l(ay) —
O_OZ - a_ar(l(ar) - Ea;‘ar) - 6_0(1 - kar - Z;"(y - T[r) - kar

33



4. BIRINCI-SIRA r — k SINIF LOJISTIK TAHMIN EDICI Engin ARICAN

Verir.
k
Esitlik Z-“2 =0 in koklerini bulmak igin, Newton-Raphson metodu

uygulamir. Cozimin komsulugunda, bir gercek parametre degeri a°® etrafinda birinci-

sira Taylor Serisi agilimi kullanilirsa,

+ (_ azzf(ar))
0 dapdar /1,

=2y - 2) ~ ka® ~ (ZVu 2, + k) (@ — a°) (42)

alk(ar) _ alk(ar)
day, day,

o (ar - aO)
a

olarak bulunur. Burada,

_ 921%(ay) _
dalda,

?:1 T[i(r)(l - T[i(r))z(r)izér)i + kIl = Z;VMLZr + ki,

dir. (4.2) ifadesinin sifira esitlenmesi, a, icin birinci-sira yaklasimi sonucunu

verecektir:
Vi Zr + el ), — a®) = Z1(y = 7287) = ka® (4.3)
(4.3) ifadesinin her iki tarafi soldan (Z.Vy,.Z, + kI,)~1 ile carpilirsa,
@V Zy + k1) (2(y = 47) — ka®) = @, — a°
bulunur. a,. nin tahmin edicisi dﬁl)(k) ile gosterilerek,
60 = @V 2, + k1) (@2 + k1) + 2y — ) = k)
= V2, + K1) (20200 + 2y - 2)

= (ZyVuZy + k1) (21 Vi, Zr)
x (a0 + @2 2y - 7)) 44)
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elde edilir. Esitlik (2.19) g6z oniinde bulundurularak, a®, a, nin baslangi¢c tahmini

olmak Uzere a,- nin birinci-sira tahmin edicisi,
& = a® + 2V 2,) 2z (y - 2”) (45)
elde edilir. Boylece (4.4) esitligi,
2V (k) = (Z Vi Z, + k1) 2V Z,)al 4.6
ar()_(rMLr r)(rMLr)ar ()

olur ve orijinal parametrelere tekrar dondsim yapilirsa, birinci-sira r — k simf

lojistik tahmin edici
BV (k) = T (T, X' Viy XT, + k1) T X Vi XT, T, O (4.7.)

olarak elde edilir.

Yorum: Esitlik (2.19) ile verilen tam iterasyonlu ML tahmin edici a® in bir
baslangi¢c noktas: olarak kullanildigi zaman, tam iterasyonlu PCLR ve r — k simf
lojistik tahmin edici ile sirasiyla birinci-sira PCLR ve r — k sinif lojistik tahmin edici
arasinda katsayi tahminlerinde kigtk bir fark olmaktadir.

r = p oldugu zaman, ﬁr(l)(k) (2.13) ile verilen birinci-sira ridge lojistik
tahmin edici olacaktir. k - 0 iken, £ (k) — £, temel bilesenler lojistik tahmin
edici olur. 7 = p ve k = 0 oldugu zaman ise, S (k) -» D olacaktir. Béylece, bu
yeni tahmin edici ridge lojistik tahmin edici, temel bilesenler lojistik tahmin edici ve
ML tahmin ediciyi birlestirmektedir.

4.1. Birinci-sira r — k Simf Lojistik Tahmin Edicinin Performansi

Bu bolimde, birinci-sira r — k tahmin edicinin birinci-sira ML, birinci-sira

ridge lojistik tahmin edici ve birinci-sira temel bilesenler lojistik tahmin edicilerle
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skaler degerli MSE ve matris degerli MSE acisindan karsilagtirmalart géz 6niine

alinmistir.

Asimptotik olarak E(By.) =B ve Cov(Buy) = (X'Vy X)™* oldugu
bilinmektedir (bkz. Myers ve ark., 2010). Bu sonuglari indirgenmis modele gore
birinci-sira tahmin edici igin

E(a") = a°, cov(a) = 21V 2,) 7t = A7 (4.8,
ve

E(B) = E(1,a{”) = T.a Cov () = cov (T,aV) = TA7' Ty (49))
olarak glncellenebilir (bkz. Marx ve Smith, 1990; Smith ve Marx, 1990). Boylece,
a™ (k) nin asimptotik beklenen degeri ve kovaryans matrisi, S.(k) = A, + kI, olmak
Uzere,

E (& (k) = S, (k)"'Ara®
ve

Cov (@ (k)) = S, (k) A5, (k)

olarak elde edilebilir. 2P (k) = T.a'P(k) ve B°=T.a° oldugundan, A (k) in

asimptotik yanlilig

Bias (ﬁ§1>(k)) = (ﬁﬁ” (k)) — B0 = T,.5,(k)7"A, TR0 — B°
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’

olur ve Ip=TTT'r+Tp_er_r oldugundan, cebirsel sadelestirmelerden sonra,

Bias ( Ar(l)(k)) tekrar yazilirsa

Bias ( “T‘l)(k)) = [T, S, (k)T — Tp_, Ts_. ]| B° (4.10.)
elde edilir. ﬁr(l) (k) in asimptotik kovaryansi ise

cov (B2 (0) = 1,5, 4,5, (07T (4.11)
seklinde yazilir. Buradan, /?r(l)(k) nin asimptotik matris degerli MSE si,

MMSE (/?r‘l)(k)) = TSy (k) Ay S, ()M + [—KT, S, (k)T = Ty Ty ] B

x BO'[~kT,.S, (k)" T} — Ty, Ty_r]’ (4.12)
ve asimptotik skaler degerli MSE si,

Aj+k?(af)?

SMSE (B () = jor L+ 50 (af)? (4.13)

olur.
Esitlik (4.12) ve (4.13) de r = p olarak degistirilirse, (k) nin asimptotik
matris degerli MSE ve skaler degerli MSE leri

MMSE (M (k) = (X'VX + k1) X'VX(X'VX +kl,) "
+k2(X'VX + kL) BOBY (X'VX + kL)
=T(A+kL,) A(A+kL) T’

+Kk2T(A+ kL) T'BOBYT(A+ kL) " T’ (4.14)
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ve

k2 (a9
SMSE(B(l)(k)) =y Ark(e)

1" G (4.15.)

seklinde elde edilebilir.

Aﬁl) nin asimptotik matris degerli MSE ve skaler degerli MSE ifadeleri k =0

alinarak (4.13) ve (4.15) den elde edilebilir:

!

MMSE(BV) = T,07MT, + Ty T O80Ty T (4.16)

5 1 2
sMSE(BV) = j=1z, + e (@)’ (4.17)

Teorem 4.1. Asimptotik matris degerli MSE kriterine gore, birinci-sira r — k simf
lojistik tahmin edicinin birinci-sira ML tahmin ediciden Gstin olmasi icin gerek ve

yeter kosul,

7 2 —_ -1 1 !
BO [TT CGlL+A7Y) T+ Ty, Ty [0 <2 (4.18.)

dir.
Ispat 4.1.
MMSE (D) — MMSE (ﬁﬁl)(k)) = T AFIT) + Ty AL, Ty,
_TrSr(k)_lArSr(k)_lTrl

— kT, 8, (k)T + Ty, Ty | B°

x BY[kT, S, (k) T} — Ty, Ty_]. (4.19.)

Bazi cebirsel sadelestirmelerden sonra, Esitlik (4.19)
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MMSE (™) — MMSE (/?ﬁl’ (k)) = k2T, S, (k)
|Gl +871) = TR0 T, 5, (1) Ty
i (M52 = Ty BB Tper | Ty
—KT, S, (k)T BB Ty T
—KTy_, Ty B°BOT, S, (K)"'T,  (4.20)

1 2 _
Zs (k SL+A 0
olur. $*(k) = |k r(k) ve A"(k)"t=|kT T
o’ 0’ ARL,

] tanimlansin, (4.20)
p-7

ifadesi

MMSE (D) — MMSE (ﬁﬁl)(k)) = T(S*(k))_l

x [A* (k)L — T'BOBYTY(S*(k)) ' T"

olur. Boylece, MMSE(f) — MMSE <E£1)(k)) ifadesinin negatif olmayan taniml

bir matris olmas icin gerek ve yeter kosul A*(k)~ — T'B°B% T nin negatif olmayan
tanimli bir matris olmasidir. Farebrother (1976) dan, A*(k)™* — T'B°B%'T ifadesinin
negatif olmayan tanimli bir matris olmasi igin gerek ve yeter kosul
BOTA*(K)T'B° <1 olarak bulunur. Boylece, A*(k) nin degistirilmesi ile
karsilastirma tamamlanr.

Birinci-sira r — k sinif lojistik tahmin edicinin birinci-sira ML tahmin ediciye
ustinligini ifade eden Teorem 4.1, lineer regresyon modelindeki Sarkar (1996) nin
yaklagimin: takip etmektedir. Ridge ve temel bilesenler lojistik tahmin ediciler r — k
sinif lojistik tahmin edicinin 6zel durumlaridir. Bu ylzden, birinci-sira ridge ve temel
bilesenler lojistik tahmin edicilerin birinci-sira ML tahmin ediciye dstunlugund,

sirastyla r = p ve k = 0 iken, Teorem 4.1 den cikarilan Sonug Teorem 4.1 ve 4.2 ile

ifade edilmektedir. Sonug Teorem 4.1 ve 4.2 de elde edilen neticeler, asimptotik
matris degerli MSE karsilastiriimasi ile de elde edilebilmektedir.
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Sonug Teorem 4.1. Birinci-sira ridge lojistik tahmin edici, asimptotik matris degerli
MSE kriteri acisindan birinci-sira ML tahmin ediciye kars: Ustlndir gerek ve yeter

kosul
kBYT(2I + kA™Y)IT'B0 < 1

esitsizliginin dogru olmasidur.
Sonu¢ Teorem 4.2. PCLR tahmin edici, asimptotik matris degerli MSE Kkriteri

acisindan birinci-sira ML tahmin ediciye karsi Ustindir gerek ve yeter kosul
ﬁOITp—rAp—rTz;—rﬁO <1

esitsizliginin dogru olmasidir.

Teorem 4.2. a) Z] r+1( (ao) ) >0vebltinj =1,..,ri¢in % — (a]Q)Z > 0 ise,
J
k >0 icin SMSE (ﬁr(l)(k)) < smsk (B) dir.

b) Z] r+1<——(a0) ) >0vebaz1j=1,..,r i(;inllj—(ozj?)2 < 0 ise,

0<k< = igin SMSE (ﬁﬁl)(k)) < SMSE (E(l)) dir.
maxj-q r<(a}))2—/1—j>

Burada, 4; ler (j =1,..,p) bilgi matrisi X'V®X nin 6zdegerleridir ve o,

j=1,..,ricina, = T/B° in elemanlandir.
ispat 4.2. (k) nin B ye Ustinligi icin, Ay = SMSE(BM) — SMSE (ﬁil)(k))

farki arastirilmalidir. (3.13) ve (4.13) den,

Aj+k2(aj?)2
AS j= 1(; (/1]-+k)2 ) j= r+1( (ao) )

o [ 2K+ (25 =(a))?
() 3 - )
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elde edilir. Eger bltinj = 1, ..., 7 i¢in )Li - (a}’)2 > 0 ise Esitlik (4.21) deki ilk terim
]
pozitiftir. Boylece, Z] r+1<——( 0) ) >0 ise, Ag pozitiftir. Eger bazij =1,..,r
icin %— (a]Q)Z < 0 ise, Esitlik (4.21) deki ilk terim pozitif olacak sekilde bir k
]

degeri mevcuttur. Eger Z] i1 (—— (ao) ) > 0 ise, Ag pozitiftir. Boylece ispat

tamamlanair.

- . L1002 . . .
Teorem 4.3. a) Bitin j=1,..,r igin % (¢j) >0 ise, k>0 icin

SMSE (ﬁr(l) (k)) < sMSE (B") dir.

. ce o1 0\2 .
b) Bazi1 j=1,..,r icin % (a;) <O ise, 0<k<

SMSE (5§1)(k)) < sMSE () dir.

Burada, A; ler (j =1,..,p) bilgi matrisi X'V®X nin ozdegerleridir ve af,
j=1,..,ricina, = T/B° in elemanlardir.

ispat 4.3. (4.17) ve (4.13) ten A, = SMSE( (1)) — SMSE (Bil)(k)) fark: su sekilde

yazilabilir:

A+k?(a)
A = J 1,1 +2§’ r+1(ao) - ; 1 0 +k0; Z? r+1( 0)

— \T 2k+k2( _(ao))

j=1 (Aj+k)?

Butinj = 1,...,r icin /,Li - (a}’)2 > 0 ise, k > 0 oldugu zaman A4 daki tim terimler
]

. . .. i_ 0 2 . i_ 0 2
pozitif olur. Ancak, bazij=1,..,r i¢in y (a;) <O ise, ()L]_ (a;) )k +2>0

2 .
I bulunur. Yani,

olmahdir.  Buradan k yalmiz  hbirakilirsa, k<W
@) T
)

O<k< ) icin (j = 1,...,r), Ag pozitif olur.
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Yorum: Teorem 4.2 ve 4.3 Un sartlari arasindaki karsilastirma sunu
gostermektedir ki; eger birinci-sira r — k simif tahmin ediciyi birinci-sira ML tahmin
ediciye skaler degerli MSE acisindan ustun kilacak bir k degeri mevcutsa, ayn k
degeri icin, birinci-sira r — k simif tahmin edicinin skaler degerli MSE agisindan

birinci-sira PCLR ye de Ustlin oldugu sdylenebilir.

Teorem 44. a) Butin j=r+1..,p i¢in 1 —Aj(a?)z >0 ise,

()2 ~ P .
0<k<mingrir p (%) icin SMSE( r(l)(k)) < sMsE (B (k) dir.
j
b) Bazi j=r+1,...p icin 1- A,-(ozf-’)2 <0 ise,

_21:(a%? R —
max {o max,—ye1. ., (1 2*(;;‘;12’ >} < k icin SMSE( £1>(k)) < sMSE (B (k) dir.
]

Burada, 4; ler (j =1,..,p) bilgi matrisi X'V®X nin 6zdegerleridir ve af

j=r+1 . picina,_, =T, % nelemanlandir.

ispat 4.4. (4.15) ve (4.13) ten A, = SMSE(SM (k)) — SMSE (ﬁfl) (k)) farki

_yv ) Ak ) ()’
= =1 (lj+k)2 (ﬂ +k) j=r+1
— P A+ (af)’

14 0
TGy Yieria(a)

_ o () -ak(«))

j=r+1 (lj+k)2

olarak elde edilir. Burada, bitin j=r+1,. ,p ic¢in 1 —/1-(010)2 >0 ise

0
1— 2(a®)” = 2k(a®)” > 0 olmahdhr. Buradan k yalniz birakilirsa k < =22 olur,
a.
]
1-4(@})? . . g . o
BOylece O<k< mln] r+1,., p< Z(aO)Jz ) ICIN A7 pOthlft|r, Bazi j=r+ 1,...,p icin
J

1- /1]-(a]°)2 <O0ise, 1— Aj(a}’)z - Zlc(oc}’)2 ifadesinin pozitifligi arastirihr. Buradan
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1-2(af)?

2y’ <k olur. Yani,

k yalmz  birakilirsa, j=r+1.. ,p Iigin

2@’ - .
max {O, MaXj=r+1,.p (1 2(,?;,2) >} < k icin A, pozitiftir.

Ne yazik ki, teoremlerdeki sonugclar bilinmeyen yanlilik parametresi k ya ve

aj ya baghdir. Bu ylizden, pratikte, bunlar uygun tahminleri ile yer degistirilmelidir.

4.2. Yanhhk Parametresinin Se¢imi

Ridge yanlilik parametresi k nin tiretilmesinde, Schafer ve ark. (1984) ve
Lee ve Silvapulle (1988) tarafindan lineer ve lojistik regresyon arasindaki
benzerlikler kullanilmistir. Literatiirde, Schafer ve ark. (1984) ve Lee ve Silvapulle
(1988) nin ridge lojistik tahmin edici i¢in ridge parametresinin secimi icin 6nerdikleri
k degerleri, kgq, k; g, Ve kg, dir.

Birinci-sira r — k simf lojistik tahmin edicinin elde edilmesinden sonraki
adim uygun bir k yanlilik parametresinin se¢imidir. Uygun bir k, Br(l)(k) min skaler

MSE degeri minimum yapailarak tretilebilir. Verilmis r igin

aSMSE<BS)(k)) e M (k(“}) )2_1)

ok I (k)

tlrevini sifir yapan degerj =1,...,rigink = 1/(0:}3)2 dir. o) = t}ﬁo oldugundan, k

parametresi

~ 1

k.=

gibi secilebilir. Hoerl ve ark. (1975)'e benzer mantikla, birinci-sira r — k  simf
lojistik tahmin edicide diger bir k degeri, j =1,...,7 igin 1/(04}3)2 nin harmonik

ortalamasinin ahnmast ile k;, = . 5 seklinde elde edilir.

BT, TG
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Birinci-sirar — k tahmin edici i¢in sayisal drnek uygulamas: Bolim 6.2 de
ve birinci-sira r — k tahmin edicinin diger bazi tahmin edicilerle farkli durumlar
altinda karsilastirmalarint iceren simulasyon galigmalar: ise Bolim 7.2 ve 7.4 de

verilmistir.
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5. BIRINCI-SIRA r — d SINIF LOJISTiK TAHMIN EDIiCi

Lineer regresyon modelinde goklu i¢ iliskinin olmas: durumunda alternatif bir
tahmin edici olarak Kagiranlar ve Sakallioglu (2001) Liu ve temel bilesenler tahmin
edicileri birlestirerek » — d simif tahmin ediciyi Onermislerdir. Ayrica r — d simf
tahmin ediciyi EKK, temel bilesenler ve Liu tahmin edicilerle skaler degerli MSE
kriterine gore Karsilastirmislardir. Ozkale ve Kaciranlar (2007) r — d simf tahmin
ediciyi EKK, temel bilesenler, Liu ve r — k simf tahmin edicilerle matris degerli
MSE acisindan karsilagtirmistir.

Lineer modeldeki mantik lojistik regresyon modeline tasinarak, bu bélimde
birinci-sira r — d simif lojistik tahmin edici 6nerilmistir. da, Schaefer (1986) nin
Stein tahmin edicisini gostermek ve 0 < d < 1 biizme parametresi olmak Uzere, r — d
stmf tahmin edici, indirgenmis modelin log-olabilirlik fonksiyonu I(a,) nin
(a, — da,)'(a, — da,) kisit1 altinda maksimize edilmesiyle elde edilebilir:

max,, {1%(a,)} = maxy, {I(@) — 3 (@, - d&,)'(a, — da,)},

Parametre tahmin edicisini bulmak igin, verilen bir nokta etrafinda Taylor
serisi acilimina dayali olan Newton-Raphson metodu kullanilir. Bir a® parametre

degeri etrafinda birinci-sira Taylor serisi agilim,

a14(ay) _ dl(ar)
day, day,

a, + dézr = Z;”(y - T[r) —a,y+ d&ra

2lap) _ yn 1- A= 2 2+ ]
= D=1 i) ( ni(r))zr(i)zr(i) + Uy = Ly Vypdyr + 1y

dalda,

ve a® i kullamlmasiyla tahmin edilmis elemanlarn iceren  vektor

~(0 — ~(0 ~(0 (0 .
nf )= [T[g‘r))l 7T((r))z ﬂ((r))n] "olmak uzere,
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ald(ar) _ 0llay)

da, da,

+ (azz‘,i(ar))
0 da,0ay

=7i(y - 2") - a® + da, - (ZViuZ, + L) (2, —a®)  (51)

o (ar - aO)

a a

seklinde ifade edilebilir. (5.1) esitligi sifira esitlenirse a, nin birinci-sira yakinsamasi
@V Ze + 1) (o = a®) = Z}(y - ) — a® + datf” (52)

elde edilir. Esitlik (5.2) nin (Z,.V,,.Z, + I,)"! ile soldan carpilmasiyla ve o nin

T

tahmin edicisi &ﬁl)(d) ile gosterilerek,

&0 (d) = (ZVaZy + 1)
<[V Z, + 10 + Z3(y — #,) — a® + da|

= (L Vi Zr + 1) @V Z)a® + Zi(y - ) +dald|  (5.3)
elde edilir. Esitlik (4.5) in kullanilmasiyla,

Vi Z)e® + 23 (y = %) + dald = 21V 2)a® + 21 (y — 22)
+da® +d(Z V. 2) 2y (y - 70)

= (ZyVyuLZy + dl)a®
+(Zy VL Zy + dL)(Z Vi Z,) ™t

xz; (y -2

= ZiVa Zy + dl)ay”
bulunur. Bdylece Esitlik (5.3), &ﬁ”(d) = ZVyLZy + L) Y2V Z, + dlr)&ﬁl) haline

gelir. Orijinal parametrelere geri dondsim yapilirsa, lojistik model icin birinci-sira

r — d sinif tahmin edici
BO(d) = T (T, X Vo XTy + 1) NIy X Vo XT, + d1, )T AV
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seklinde elde edilir.

Yorum: Esitlik (4.5) ile verilen tam iterasyonlu ML tahmin edici a® in bir
baslangi¢c noktas: olarak kullanildigi zaman, tam iterasyonlu PCLR ve r — d simf
lojistik tahmin edici ile sirasiyla birinci-sira PCLR ve r — d sinif lojistik tahmin edici

arasinda katsayi tahminlerinde kigtk bir fark olmaktadir.

r = p oldugu zaman, ﬁfl)(d) birinci-sira Liu lojistik tahmin edici olacaktir.
d - 0 iken, B (d) > f, temel bilesenler lojistik tahmin edici olur. 7 = p ve d = 0
oldugu zaman ise, Afl)(d) — B olacaktir. Béylece, bu yeni tahmin edici Liu
lojistik tahmin edici, temel bilesenler lojistik tahmin edici ve ML tahmin ediciyi
birlestirmektedir.

5.1. r — d Simif Lojistik Tahmin Edicinin Ozellikleri

Esitlik (4.8) in kullaniimasi ile &ﬁl)(d) nin asimptotik beklenen degeri ve

kovaryans matrisi, S,.(d) = A, + dl,. olmak Uzere,
E (@) = 5,5 (d)a”
ve
Cov (a7(d)) = 5, (1715, (D)A71S,(d)S, (1)

olarak elde edilebilir. Esitlik (4.9) yardimyla g(d) = T.a™(d) ve B° = T,a°

gosterimleri ile
Bias ( }‘”(d)) =E ( }‘”(d)) — B0 = T8, (1) 1S, (d)T;B° — B°

ve
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Cov (B (@) = 7,5, (1) 25 (A5, ()5, ()T}

elde edilebilir. I, = T, T} + T,,_, Ty, Ve T,.S, (1) 1S, ()T} — I, = (d — D)T,.S, (1) 7' T} —

T,_,T,_ oldugundan, " (d) nin yanlilig,

Bias (B(@) = [(d = DT85, ()T = T, T, ]8°

olarak yazilabilir. Boylece /?T(l)(d) nin asimptotik matris degerli MSE ifadesi,

MMSE (BP(D)) = T,5,(1) 75, (D75, (d)$, (1) T

+[(d = DTS, (D)7 = T, Ty | B°
x ,80’[(d - 1)TrSr(1)_1Tr, - Tp—rTz;—r]

olarak bulunur. Bﬁl)(d) nin skaler degerli MSE si,

(d—1)2/1j(aj?)2+(/1j+d)2+ p
lj(lj+1)2 Jj=r+

SMSE ( Ar(l)(d)) = i1 1(“}0)2-

seklinde elde edilebilir.

d—1 iken, SMSE(Ar(l)(d)>—> L+ YP (@) ve

j=1)L_j j=r+

2 0y2, 92

5(1) r
SMSE d ) - ) .
( T ( ) j=1 lj(l]'+l)2 j=r+

(a@?)?olur.

5.2. Yanhhk Parametresinin Secimi

(5.4.)

d -0 iken,

d degeri, r —d sinif lojistik tahmin edicinin performansini etkilediginden,

uygun bir d secimi 6énemlidir. Uygun bir d,Br(l)(d) nin skaler MSE degeri minimum

yapilarak toretilebilir. Esitlik (5.4) Un verilen bir r icin d ye gobre tirevinin

alinmasiyla,
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aSMSE(Bﬁl)(d)) - l;—/lj(a?)z*'d(l”f(“? )2)
ad T A=t Aj(a+1)?
elde edilir ve

. Al

. 1
j=1 2 Z’f=1—
g = Aj(aj+1) —1_ J=17;(Aj+1)
1+ (a)? 1+2;(a9)?
Z;:l 4 Z;:l 1 2
AJ().]+1) ).]().]+1)

degerinde minimumdur.
d*1n her zaman 1 den kugcik oldugu formulden gorilmektedir; ancak tim
j=1,...r igin (a)? <1 ise pozitiftir. (af)* asimptotik yansiz tahmin edicisi

(@V)? -~ ile degitirilirse (bkz. Schaefer ve ark., 1984; Liu, 1993), d nin (0,1)
]

araligindaki bir tahmin edicisi,

1 (/11 +1)

i

(’11'“)

r
Yj=1

dy=1—-h—L17 (5.5.)

D/
seklinde tanimlanabilir. Burada,

, (@ 5}))
Z (/1]+1)

_r
=12(2+1)

O<h<
Xj-

esitsizligi saglanmaktadir. h 1n degerinden dolay:, (0,1) arahgindaki d, ,

SMSE (ﬂ‘”(d)) degerini minimum yapmayabilir. Ancak, d;, (0,1) arahginda olmasin

saglayacak ve SMSE( “’(dh)) SMSE( (1)) farki negatif olacak sekilde bir h

degeri Teorem 5.1 ile verilebilir.

49



5. BIRINCI-SIRA r — d SINIF LOJISTIK TAHMIN EDICi Engin ARICAN

Lemma (Stein, 1981). Varsayalim ki y~N(u,0?) ve o2 biliniyor olsun. f(y),
E|lf'(y)] <o olacak sekilde bir gercel fonksiyon olsun, bdylece

E(f') = E(v — wf )/ dir.
Teorem 5.1 A =g 224, 2> > Ayy > 2 Ay = Ay X'V X in

. . . 1 2 -
O0zdegerleri olsun. Boylece, Y7_ > ise
g y 21—1 Ai(Aj+1) T (A1)

2

(a77)
4 2 (a41)°

0<h<min{2- — L
r(lr+1)2j=1lj(lj+1) j=1/1j( )

lj+1

icin SMSE( oM (dh)) SMSE( (1)) negatiftir.
ispat 5.1. 2" (d) nin i-inci eleman & (d) = ’1;‘1 & seklinde yazilabilir. Buradan,

@ (dy,) nin asimptotik matris degerli MSE si,

2
B[(@P (@) - a?) ] = B[(A2 e - af) |

= 5[ (@9 - af) |+ 5B [(a% - o) (dn - 1)aP]

2
+(ﬁ)2E[(dh 1)* (a <1>)] (5.6.)
N NeY N M)
seklinde yazihr. A = E[( a?)( - 1a,; ] hE[( a?)’—Au’))z&ﬁ]
e
)
Zj:l 1+1
oldugundan, f( (1)) A(—((Al)))”ﬁll) olsun. Sonra Lemma'nin kullaniimasiyla,
e
g (’11'“)

”“’—-N(al A1) olmak tzere (bkz. Marx ve Smith, 1990, syf.28),
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| |
T 1 1
| (@) P
A= —hlll E 7 7
a(l.)) (2j+1) (41))2
27=1 rj . 27.«_1 rj .
(’1]“) = (AJ-+1)

elde edilir.
A ile verilen ifadenin kullaniimast ile (5.6) esitligi,

T 1
+E(21=1/1j(/1j+1)[ —2h +4h( (1)) 1
a(1))2 Ai(A+1)  A;(A+1)3 (a(l))
Zr—l rj . Zr L rj >
) )
nz(a® Z] 13
(@) 1(’11"2)]) (5.7.)
(A+1)2 a(l.))
z:r'—1 = 2
)

olarak gosterilebilir. Esitlik (5.7) den, 4 = SMSE( (1)(dh)) SMSE( (1)) farki,

Z] 12, (Al+1) 4h( (1))
— J r 1
A=E (a(l)) Dy (/1 +1) * 2i=17,G)e (a(l'))z
R il
(lj+1) ().]'+1)
2(51) ZJT'=1 -
+ZT h (aﬂ') AJ(A]'H)]}
=1 (2+1)2 aC(1)>2
Sy
)
bulunur. Boylece
( . \
Zj- oy (A +1) !
j 4
As EJ zh [Zl 1/1 e +1) Ar(Ap+1) +hij- T +1)]J
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r 1
e 2j(2j+1)

LA— ]
[2121,1]-(1]-+1) r —2 -
———="h|Xi=1 Ai(A;+1) + Ar(Ar+1)

olur. A nin negatif olmayan tanimli bir matris olmast igin,

_ r -2 4 r 1
9 =h 213G T Taen T f=1l;(l;+1)]

negatif olmalidir. g(h) n iki koki h; =0 ve h, =2[1—W‘ dir. Eger

=11 .(1;
J /1](1]+1)

r 1 2 2

. 2 1 .
. > <h< ——aD ger )" <
L) A Gt D) ise0<h<2 [1 ?zlﬁr.ﬁfi))] ve eger ijllj(/ljﬂ) Lo 1€
A

< h <0 iken g(h) pozitiftir. 2 [1 - %‘ < h < 0 durumunda

=12 .(1:
J AJ(/11+1)

2
2 [1 - s Ar(Ar+1)
1=1/1j(/1j+1)
d, > 1 oldugundan ispat tamamlanur.
h g

r 1
J=12;(5+1)

Yorum. Veri kiimesi ¥, >_—2 __artin1 saglamiyorsa,
At D)

SMSE (&ﬁ”(&,)) — SMSE (&ﬁl)) farkin negatif yapacak (0,1) araliginda bir d degeri

bulunamaz. Bu durumda, Esitlik (5.5) kullanilabilir.

Birinci-sirar — d tahmin edici icin sayisal 6rnek uygulamas: Bolim 6.3 de
ve birinci-sira r — d tahmin edicinin diger bazi tahmin edicilerle farkli durumlar
altinda Kkarsilastirmalarint iceren similasyon calismalar: ise Bolim 7.3 ve 7.4 de

verilmistir.
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6. SAYISAL ORNEKLER

Bu kisimda, Onerilen yeni tahmin ediciler, mevcut tahmin edicilerle sayisal
ornekler tGzerinde karsilastirilmis ve sonuclari incelenmistir.

Ilk olarak, Bolim 6.1 de Gelir ve Yasam Kosullar1 Arastirmas: (GYKA) -
2011 (Kesit) veri kimesinde birinci-sira jackknife ridge lojistik tahmin edici, birinci-
sira ridge lojistik tahmin edici ve ML tahmin ediciler incelenmistir. Bolim 6.2 de ise
Kanser Gerileme veri kiimesinde birinci-sira r — k sinif lojistik tahmin edici, birinci-
sira temel bilesenler lojistik tahmin edici, birinci-sira ridge lojistik tahmin edici ve
birinci-sira ML tahmin ediciler incelenmistir. Son olarak, Bélim 6.3 te ise Barinma
Sorunu veri kiimesinde birinci-sira r — d sinif lojistik tahmin edici, birinci-sira temel
bilesenler lojistik tahmin edici ve birinci-sira ML tahmin ediciler incelenmistir.

Sayisal 6rnek uygulamalar: Matlab programi kullanilarak gerceklestirilmistir.

6.1. Sayisal Ornek - 1

Elde edilen teorik sonuclar: gosterebilmek icin, TUIK?® ten alinan GYKA -
2011 verisi kullanilmigtir. GYKA ile gelir dagiliminin 6lgilmesi ve yoksulluk
gostergelerinin - tahmin  edilmesi  amaclanmaktadir.  Veri  kimesi  birgok
hanehalklarinin yasam kosullar1 ve gelirleri ile ilgili degisken icermektedir. Bu
calismada yoksullukla iliskili olabilecegi dustinulen degiskenler secilmistir. Ikili
yant degisken y;, eger hanehalki goreli olarak yoksul ise yani hanehalki medyan
gelirin %60 1ndan daha dustk bir esdeger gelire sahipse 1, diger durumda O degerini
almaktadir. Aciklayici degiskenler ise konutun oda sayisi (x;), konutun kullanilan
alan (x,), alinan sosyal transferlerin degerinin dogal logaritmasi (x3), istihdamdaki
hanehalk: Uyesi fert sayist (x,), OECD esdegerlik dlcegine * gore hanehalk

blyuklugl (xg), bilgisayara sahip olma durumu (x4, eger hanehalki bilgisayara

® Burada yer alan yorum, goriis ve sonuclar yazarin kendisine aittir. Hicbir sekilde Turkiye istatistik
Kurumu'nu baglamaz.

* OECD esdegerlik 6lcegi hanehalk: biyiikliigii ve kompozisyonu ile ilgili farkliliklar: yansitmak igin
kullanilmaktadir. Olgek her hanehalk: ferdi icin bir agirhik verir (ve sonra toplayarak hanehalk:
biyiikluginii elde eder): Tlk yetiskin icin 1; ikinci ve takip eden 14 yas ve Ustli her yetiskin icin 0.5;
14 yas alt1 herbir ¢ocuk icin 0.3 (bkz. Eurostat, 2014).
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sahipse 1, diger durumda O seklindedir) ve otomobile sahip olma durumu (x-, eger
hanehalki otomobile sahipse 1, diger durumda 0). Veri, tlkemizdeki Akdeniz
Bolgesine ait 1647 hanehalkindan (gozlem) olusmaktadir. 291 tanesi ise goreli
yoksul olarak belirlenmistir. En distk yillik kullanilabilir esdeger hanehalk: geliri
798.76 TL, en yiuksek yillik kullanilabilir esdeger hanehalk: geliri 284802.51 TL ve
medyan gelir 7636 TL dir. Boylece, goreli yoksulluk igin esik degeri 4581 TL olarak
belirlenmistir.

Hesaplamalardan ©once nicel aciklayici degiskenler x;,x,, X3, x4, X5
standartlastiriimistir. Sabit terim O olarak alinmustir. Son iterasyondaki X'V, X in
Ozdegerleri A, =42.7883 , 1, =26.8822, 1; =0.2822 , 1, =0.2066 , A5 =
0.1499, A, = 0.0627 ve 1, = 0.0341 olarak elde edilmistir. Tam iterasyonlu ML
tahminleri elde edilirken yakinsama kriteri olarak 10~kullanilmistir. Boylece, kosul
Say1St K = Apax/Amin = 1255 dir ve coklu i¢ iliskiye isaret etmektedir.

Bu sayisal Ornekte, Bolim 3.2 de onerilen U¢ tane yanlilik parametresi
kullaniimastir. k degerleri, (3.20) esitligi kullanilarak,
K = diag(10.0175,168.5217,0.6600, 0.0850, 0.0515,0.0271,0.0747) den,
ky, =0.0842, k; = 05170 ve k,, = 0.0850 olarak hesaplanmustir.

Tahmin edilen parametre degerleri ve iliskili skaler MSE degerleri Cizelge
6.1 de verilmistir. Hem birinci-sira hem de tam iterasyonlu yaklasimlar kullanilarak
ML tahminleri elde edilmistir. Bilinmeyen a® parametresinin yerine skaler MSE ve
yanlilik degerleri hesaplanirken birinci-sira ML tahminleri kullanilmistir. Cizelge
6.1, tam iterasyonlu ve birinci-sira ML tahminleri Gzerindeki coklu i¢ iliskinin
etkilerini gostermektedir. Birinci-sira ridge lojistik ve birinci-sira JRL tahmin
ediciyle karsilastirildiginda tam iterasyonlu ve birinci-sira ML tahmin edicinin
spesifik bir katsayinin isaret ve buyukligindeki karasizligi gortlebilir. Konutun
kullanilan alani (x;) ve istihdamdaki hanehalki tyesi fert sayisi (x,) degiskenlerinin
isaretleri k nin bazi degerlerinde degismistir. Bir agiklayici degiskenin isaretinin
degismesi onemlidir, ¢cunki bu degisiklik hanehalkinin yoksulluk riski altinda olup
olmadigin: etkilemektedir. Cizelge 6.1, tahmin edicinin ve yanlilik parametresinin bu

degisikligi etkiledigini gostermektedir. Yanliliklarin mutlak degerlerinin toplami
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(ABIAS), D (k) ile tahmin edilen parametrelerde minimum degere sahiptir. kg,

ky ve kg kullaniminda birinci-sira ML tahmin edici, birinci-sira JRL ve ridge lojistik
tahmin edicilerden daha diisuk skaler MSE degerine sahiptir. Buna ek olarak, Cizelge
6.1 deki tum k degerleri icin birinci-sira JRL tahmin edici, birinci-sira ridge lojistik

tahmin ediciden daha kiigik MSE degerine sahiptir.

Cizelge 6.1. Gelir ve Yasam Kosullar1 Veri Kiimesi - Tahmin edilmis katsayilar,
mutlak yanlilik ve skaler MSE degerleri

Bun | BO | BO(ky) | BO (ko) [BD (k) | BV (k) | BV (k) | BV (ki)

X, |-8.0116| -4.6494| _23955| -0.8483| -2.3860| -3.4206| -1.4545| -3.4108

Xy 0.8796| 1.6612| 0.0255| -0.3251| 0.0204 0.5722| -0.4217| 0.5643

X3 | 9.4077| 6.5455| 51115| 2.2121| 5.1002 6.3305| 3.7429| 6.3261

X4 |-9.7800| -5.0117| .1.4623| 0.4856| -1.4459| -3.2331| 0.3096| -3.2152

X |31.0735| 19.6163| 13.1316| 5.2835| 13.0935| 17.2395| 8.9351| 17.2126

Xe¢ |-1.9109| -1.0897| -1.0776| -1.0573| -1.0775| -1.0865| -1.0689| -1.0864

X; | -2.0983| -1.0845| .1.1102| -1.1443| -1.1103| -1.0922| -1.1307| -1.0923

ABIAS - ---| 15.3955| 30.0430 | 15.4761 6.6990 | 24.1500 6.7662

SMSE | 70.406| 32.9917| 76.0812|274.6947| 76.7099 33.0081| 170.0005| 33.1526

Teorem 3.1 i g6z Oniine aldigimiz zaman,

||Bias(@® (ky))||* = 115548 < ||Bias(a® (ky))||” = 64.463,
||Bias(a® (k))||” = 164.8081 < ||Bias(a®(k;))|” = 272.8266,

||Bias(@® (k)| = 11.7909 < ||Bias(@® (ky))|” = 65.1673
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oldugu gorulmustir. Boylece, ¢ k degeri icin de Teorem 3.1 saglanmustir.

|Bias(@™ (K))| - |Bias(a™ (K))| = [0.0637,0.0237,0.4765, 1.3251, 1.6695, 2.3243, 1.5497]'
oldugundan tahmin edicilerin bitin i -inci bilesenleri icin Teorem 3.2
saglanmaktadir. Burada, K = diag(ky, k3, ..., k;) nmin her bir elemani Esitlik (3.20)
kullanilarak secilmistir.

Cizelge 6.2, Teorem 3.3 ve 3.4 U kontrol etmek icin gerekli hesaplamalar
vermektedir. Cizelge 6.2 ye gore, i =1,3,4,5,6 ve 7 iken Teorem 3.3-b
saglanmakta iken, Teorem 3.3-a sadece i = 2 i¢in saglanmaktadir. Boylece, birinci-
sira genellestirilmis JRL tahmin edici, skaler degerli MSE kriterine gore birinci-sira
ML tahmin ediciden ustlindir. Ayrica, her bir i =1,..,7 icin Teorem 3.4
saglanmaktadir. Bu demek oluyor ki skaler degerli MSE kriteri agisindan birinci-sira

genellestirilmis JRL tahmin edici, birinci-sira ridge lojistik tahmin ediciden Gstinddir.

Cizelge 6.2. Tahmin edicilerin i-inci bileseninin yanlilik parametresi ve skaler MSE

degerleri
ik [araer] ke | ke |sMsE@®)[smsE@®) [smsE@® )
1 | 10.0175| 549.8344 | 14.4326| 0.8166| 0.004438 0.0085 0.004430
2 [168.5217| -0.1001| -2516.5|144.0250 0.0157 0.0086 0.0074
3 0.6600|  0.6972| 2.6282| 0.4168 2.3590 1.8452 1.4844
4 0.0850| 25.1888| 0.1334| 0.0265 2.7905 4.5107 2.6879
5 0.0515| 28.3492| 0.0803| 0.0154 4.3024 7.0429 4.1607
6 0.0271| 26.7953| 0.0423| 0.0083 8.4544 13.7577 8.1608
7 0.0747 1.5683 | 0.1977| 0.0443 15.0652 14.1799 10.8432

Cizelge 6.1, kK min Ozel degerleri igin tahmin edicilerin performansin

ozetlemektedir. Diger k degerleri icin  fM(k) nin diger tahmin edicilere
ustinligini degerlendirmek icin Sekil 6.1 verilmistir. Sekil 6.1 teki skaler MSE
degerlerinin k ya karsin grafigi, k nin yaklasik olarak 0.02 den buyik oldugunda
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birinci-sira JRL tahmin edicinin birinci-sira ridge lojistik tahmin ediciden daha
kiicik MSE degerine sahip oldugunu gostermektedir. k sifira yakin oldugu zaman
durum tam tersidir. Diger yandan, k nin 0.001 ile 0.083 araligindaki degerleri igin
LMD (k) , birinci-sira ML tahmin ediciden daha iyidir ve k degeri 0.083 ten
uzaklastikca S, B (k) den Ustiindir. Sekil 6.1 den gorildigi tzere, birinci-sira
ridge lojistik tahmin edici, 0.001 ile 0.023 araliginda birinci-sira ML tahmin ediciden
daha dustik skaler MSE degerine sahiptir. Ayrica Sekil 6.1 bu sonucu Cizelge 6.1 de
kullanllan  k, = 0.0842, k. = 0.5170 ve k,, = 0.0850 icin de desteklemektedir.
Diger bir deyisle, ky, k; ve k,;, 0.001 ile 0.083 araliginin disinda oldugundan bu
yanlilik parametrelerinin kullaniminda, birinci-sira ML tahmin edici, hem birinci-sira
JRL hem de birinci-sira ridge lojistik tahmin ediciden skaler MSE acisindan daha iyi
sonu¢ vermistir. Diger yandan, bu arahigin iginde birinci-sira JRL tahmin edici,
birinci-sira ML tahmin ediciden Ustindir. Ornegin, bu araliktan k,,;,, =

min;=, ,(k;)=0.0271 olarak secilirse, birinci-sira JRL tahmin edicinin skaler MSE
degeri (SMSE (E(l)(kmin)) :30.4245), hem birinci-sira ridge lojistik tahmin
edicininkinden (SMSE (ﬁ(l)(kmin)) = 34.3292) hem de birinci-sira ML tahmin

edicininkinden (SMSE (™M) = 32.9917), daha diisik elde edilebilir.
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Sekil 6.1. k ya karsin tahmin edicilerin skaler MSE degerleri

6. 2. Sayisal Ornek - 2

Boliim 4 de elde edilen teorik sonuglari gostermek icin, ridge lojistik tahmin
edici kullanilarak Lesaffre ve Marx (1993) tarafindan daha dnce analiz edilmis, Lee
(1974) de verilen kanser gerileme veri kimesi géz oniine alinmistir. ikili yanit
degisken y;, eger hasta tam bir kanser gerilemesi tecriibe ettiyse 1, 6teki durumda O
almistir. Nicel agiklayici degiskenler, hiicre endeksi (x;), smear endeksi (x,), infl
endeksi (x3), blast endeksi (x,) ve sicaklik (x5) tir. 27 hastanin 9 u kanser
gerilemesini tecriibe etmistir.

Hesaplamalara baslamadan Once agiklayici degiskenler standartlastiriimastir.
Bundan dolay: sabit terim O dir. Son iterasyondaki X'V, X in 6zdegerleri, 1, =
0.3576, A, =0.1464, A; =0.1180, 1, = 0.0874 ve A; = 0.0012 bulunmustur.
Boylece, kosul sayiSi k = Anax/Amin = 295 olarak coklu ic iliskinin varligim
gosteren bir seviyede hesaplanmstir.

Bu sayisal drnekte, toplam degiskenligin % 90 1n1 hesaba katarak dort temel

bilesen (r = 4) birakilmigtir. Yanlilik parametresi k nin degerleri ise
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~ 1 r

ka = man=1 T(tjlﬁ(l))z = 0.0473 Ve kb = W = 0.1259 Olarak

hesaplanmastir.

Tahmin edilen parametre degerleri ve bunlara iliskin skaler MSE degerleri
Cizelge 6.3 de verilmistir. Hem birinci-sira hem de tam iterasyonlu yaklasimlar
kullanilarak ML tahminleri elde edilmistir. Skaler MSE degerleri hesaplanirken,
bilinmeyen parametre 8 nin yerine birinci-sira ML tahminleri kullaniimistir. EKK
tahmini birinci-sira ML tahminleri igin baslangi¢ degeri olarak kullanilmistir. Pratik

yontem olarak, tam iterasyonlu ML tahminleri elde edilirken yakinsama kriteri olarak

107 (sifira yeterince yakin) kullamlmistir. Cizelge 6.3, tam iterasyonlu ve birinci-
sira ML tahminleri (zerinde coklu i¢ iliskinin etkilerini gostermektedir. ML
tahminleri yanl tahmin edicilerle kiyaslandiginda isaret ve buyuklik agisindan
kararsiz oldugu gorilmektedir. Aciklayict degiskenlerden hicre endeksi (x;) ve
smear endeksi (x,) nin isareti birinci-sira PCLR, ridge lojistik ve r — k sinif lojistik
tahmin edici kullamildiginda degismektedir. Tahmin edicilerin ve yanhhk
parametresinin her ikisinin bu degisimi etkiledigi Cizelge 6.3 de gortlmektedir.
Yanh tahmin edicilerin hepsi tam iterasyonlu ve birinci-sira ML tahmin edicilerden
daha kuclk bir skaler MSE degerine sahiptir. Yanlilik parametresi k, tahmin

edicilerin bu performansini da etkilemistir.

Cizelge 6.3. Kanser Gerileme Verisi — Tahmin edilmis katsayilar ve skaler MSE

degerleri

Pur | BD 50| BO(ke) | BV (k) | B (Ry) | B (Ry)
X1 -1.0023  -0.7854  3.5101 1.4624 1.1914/  0.6865  0.4739
X2 -8.1365  -6.5558  -0.9535 -0.3857| -0.0090  -0.0332 0.0856
X3 9.2490  7.4872  0.2286  0.5988  0.5508 0.1702 0.2097
Xy 6.6661  5.2172|  9.8966]  4.2287|  3.2985 2.0194 1.3481
X5 -2.1459  -1.6196  -3.3549 -1.2749  -0.9881] -0.6431  -0.4086
SMSE 856.4228 622.3016| 127.2771] 103.5186 105.7920 116.2389 114.7862
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i = 1,234 igin - — (a9) sirastyla —1.0904, 3.8013, —2.8438, —14.9394 ve
]

v (l — (a?)z) = 507.8771 olarak hesaplanmistir. Boylece, Teorem 4.2 (b) ve

j=r+1 Aj

=01339 ve

Teorem 43 (b) den, 0<k,=00473<
maxj-q r<(a}))2—%j>

0<k,=01259 < =0.1339 icin SMSE (ﬁﬁl)(k)) < SMSE (E(l) )

maxj-q r<(a}))2—%j>
A ~(1 .
ve SMSE( r(l)(k)> < SMSE (B”) dir.

i=5icinl— Aj(aj’)z, 0.8386 olarak hesaplanmistir. Bunun sonucu olarak,

—21:(x®)2 .
MiNj_ry1, p (1 Aj(a)) ) =00043 <k, =00473 Ve  minj_r41. (1 (@) ) _

----- 2(a))? ANETCE
0.0043 < k;, = 0.1259 oldugundan Teorem 4.4 SMSE ( ”ﬁ”(k)) < smsE (B (1))

olacak sekilde saglanmamaktadir.

Cizelge 6.3, k min 6zel degerleri icin tahmin edicilerin performanslarin
Ozetlemektedir. Bu veri kiimesi icin diger k degerleri igin ﬁr(l)(k) min diger tahmin
ediciler Uzerindeki Ustinligiine g6z atmak igin Sekil 6.2 verilmistir. Sekil 6.2 deki
skaler MSE degerlerinin k ya karsin grafigi, k min tum degerleri igin birinci-sira
r — k simf tahmin edicinin, birinci-sira ML ve PCLR tahmin ediciden daha kiguk
MSE degerine sahip oldugunu gostermektedir. k sifir ile yaklasik olarak 0.0035
arasinda iken birinci-sira r — k simif tahmin edici, birinci-sira ridge lojistik tahmin
ediciden de daha iyi sonu¢ vermektedir. Diger yandan, k nin butln degerleri igin tim
yanli tahmin ediciler, birinci-sira ML tahmin ediciden daha distk skaler MSE

degerine sahiptir.

60



6. SAYISAL ORNEKLER Engin ARICAN

700

| = = = Birimci-sira Ridge
| Birinci=sira ML
00k e BirImcI-S1ra K
I = =" Birinci-gira PCLR:
W ool
3 400j
H [
A
U 300 H
m
|
|
1
200+ |
I.
'ﬂ[:l — e I I e e e {
a ooz 0 0s 0.06 008 0.1 0.12 0.14 0.1€

Sekil 6.2. k ya karsin tahmin edicilerin skalgr MSE degerleri

6.3. Sayisal Ornek - 3

Sayisal Ornek-3 te Zahid ve Ramzan (2012) tarafindan kullanilmis, UCI veri
ambarindan (http://archive.ics.uci.edu/ml/datasets/Housing Erisim tarihi: 20.07.2013)

alinan barinma sorunu verisi kullanilmigtir. Yanit degisken (MEDV), Boston'daki
kenar mahallede ev sahibi olup da kendi evinde ikamet edilen konutlarin medyan
degeri hakkindadir. Zahid ve Ramzan (2012) dan farkli olarak, $1000 olarak 6l¢tlen
yanit degisken 2 farkl: fiyat kategorisine boliinmustir. Ikili yamt degisken y;, eger
MEDV >17 ise 1, diger hallerde O olarak belirlenmistir. Aciklayici degiskenler,
(CRIM) kasabadaki kisi basina su¢ orani, (ZN) ikamet igin ayrilmis arsa orani,
(INDUS) kasaba basina perakende ticaret disindaki is sahasi orani, (CHAS) Charles
Nehri gosterge degiskeni (CHAS nehir sinirlanmigsa 1, diger hallerde 0), (NOX)
Nitrikoksit konsantrasyonu, (RM) ikamet eden Kisi basina ortalama oda sayisi,
(AGE) 1940 dan o6nce insa edilmis birimlerde milk sahibi olanlarin orani, (DIS)
Boston’daki 5 adet ise alma merkezine agirlikli uzakliklari, (RAD) merkezden
yayilan otobanlara ulasilabilirligin endeksi, (TAX) $10000 basina tam deger Ozel
vergi orani, (PTRATIO) kasaba basina 6grenci-6gretmen orani, (B) 1000(Bk-0.63)2,
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burada Bk, kasabadaki siyahilerin orani, (LSTAT) dusik statideki ndfusun
yuzdesidir. 506 tane 6l¢im vardir, bunlardan 380 tanesinde MEDV>17 dir.

Hesaplamalardan o©nce, aciklayici degiskenler standartlastirilmistir. Son
iterasyondaki X'V, X in ozdegerleri, 1, = 0.4203, 1, =0.1222 A, =0.1177,
A, = 0.0686, 1; = 0.0435, 1, = 0.0361, 1, = 0.0339, 13 = 0.0212, 1, = 0.0181,
A10 = 0.0131, 4;; = 0.0090 ve 4;, = 0.0033 bulunmustur. Pratik yontem olarak,
tam iterasyonlu ML tahminleri elde edilirken yakinsama kriteri olarak 10 (sifira
yeterince yakin) kullaniimistir. Kosul sayisi k = A,,4x/Amin = 128 olarak ¢oklu ic
iliskinin varligin1 gosteren bir seviyede hesaplanmstur.

Toplam degiskenligin % 90 11 hesaba katacak sekilde temel bilesenlerin
sayis1 r =7 olarak elde edilmistir. Yanhlik parametresi d, = 0.6021 olarak
hesaplanmastir.

Birinci-sira r — d sinif, birinci-sira ML ve birinci-sira PCLR tahmin ediciler
kullanilarak elde edilen tahmin edilen parametre degerleri ve bunlara iliskin skaler
MSE degerleri Cizelge 6.4 de verilmistir. Burada, literatlirde birinci-sira Liu lojistik
tahmin edici henliz bulunmadigidan hesaplamalarda bu tahmin ediciye yer
verilmemistir. Ilk olarak, tam iterasyonlu yaklasim kullanilarak ML tahminleri elde
edilmigtir. Skaler MSE degerleri hesaplanirken bilinmeyen parametre  nin yerine
indirgenmis modelin EKK tahminleri kullanilmigtir. Bunun yani sira EKK tahmini g
nin baslangi¢ tahmini olarak da kullanilmistir. Cizelge 6.4, ML tahminleri tzerinde
coklu i¢ iligskinin etkilerini gostermektedir. ML tahminleri yanli tahmin edicilerle
kiyaslandiginda isaret ve blylklik acgisindan kararsiz oldugu gorilmektedir.
Aciklayici degiskenlerden x,, x4, x5, xgVe x;, nun isareti [?r(l)(d) kullanildiginda
degismektedir. Birinci-sira r — d simf lojistik tahmin edici, PCLR ve ML tahmin

edicilerden daha kuguk bir skaler MSE degerine sahiptir.
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Cizelge 6.4. Barinma Sorunu Verisi — Tahmin edilmis katsayilar ve skaler MSE

degerleri
%) A(1 5(1 5(1) /5
BuL O W YA,
X, -130.4595|  -7.7457| -9.9362| -6.4917
Xy 0.5109 -2.7862] -5.9215  -2.9921
X3 12.5786]  4.7343 19.5248 10.6928
X4 -19.7760 -11.0952 2.1250  0.2121
Xs -12.0166|  -4.7488 15.2708  10.1889
X -1.0594|  -1.3544| -42.9296 -27.1958
X~ -11.3249]  -3.2937| -15.3871] -8.5331
Xg 51.4059 6.6189 -29.7281 -19.4023
Xg -13.4685  -6.8088 -12.8207| -9.1261
X10 -10.3607|  -4.9449 1.0548|  -0.0019
X11 10.9948 6.5799 51.7684  32.4496
X12 -36.5827| -21.4091| -51.3941] -32.4779
SMSE 708.4002 180.3103| 113.8155 46.5719

Cizelge 6.4, d, =0.6021 icin tahmin edicilerin performanslarin

Ozetlemektedir. Diger d degerleri igin 35“@) nin diger tahmin ediciler Uzerindeki
ustinligiine goz atmak igin Sekil 6.3 verilmistir. Sekil 6.3 teki skaler MSE
degerlerinin d ye karsin grafigi, d nin (0,1) araliginda birinci-sira r — d simif tahmin
edicinin, ML, PCLR ve Liu lojistik tanmin ediciden daha kiigiik MSE degerine sahip
oldugunu gostermektedir. d nin 1 den biyik oldugu durumda birinci-sira PCLR
tahmin edici, yaklasik olarak 1.3 den blylk oldugu durumda ise birinci-sira ML

tahmin edici, birinci-sira r — d sinif tahmin ediciden daha iyi sonug vermektedir.
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7. SIMULASYON CALISMALARI

Bu kisimda, tez calismasinda onerilmis olan birinci-sira JRL, birinci-sira
r —k ve r — d sinif lojistik tahmin edicilerin farkli durumlar altinda literattirdeki
mevcut tahmin edicilere kars: performanslari similasyon calismalar: ile incelenmis
ve karsilagtiriimistir.

Ik olarak, w;; bagimsiz standart normal yalanci-rasgele sayilar ve y?ise iki

degisken arasindaki korelasyon olmak Uzere aciklayici degiskenler
Xij - (1 — ]/Z)l/zwij + YWip+1, i = 1, 2, ,Tl,j - 1, 2, e P

seklinde Uretilmistir (McDonald ve Galarneau, 1975).

Lineer regresyonda, Newhouse ve Oman (1971), eger MSE g, o2 (hata
teriminin varyanst igin bilinmeyen parametre), k ve sabit aciklayici degiskenlerin bir
fonksiyonu olarak kabul edilirse, g'f =1 kisit1 altinda, g, X'X in en blylk
0zdegerine ait normallestirilmis Ozvektori oldugu zaman MSE nin minimize
edildigini s@ylemislerdir. Buradan haraket ederek Schaefer (1986) lineer ve lojistik
regresyonda guclt benzerliklerin oldugunu belirtmistir. Boylece lojistik regresyonda
simllasyon tasarimina kismen lineer regresyondaki simulasyonlarin sonuglariyla
karar vermistir.

Bu calismada Schaefer (1986) takip edilerek, her bir aciklayici degisken
kiimesi icin, B parametre vektord, birim 6lceklendirilmis X'X in en biylik 6zdegerine
ait 6zvektor alinarak secilmistir. Boylece, B'S = 1 saglanmustir. Aslinda burada ideal
olan X'Vy, X matrisini kullanmaktir. Ancak, g elde edilmeden V,,, matrisi elde
edilemeyeceginden X'X kullaniimaktadir (Schaefer, 1986). Bu yiizden, B i

olusturmak icin X'X kullanilmistir. Ayrica, sabit terim sifir olarak alinmastir.

1 1
L+exp(=x{B)  1+exp(=Paxiz——Bq¥iq)

n tane gozlem iginm; = parametreli bir

Bernoulli dagilimindan ikili yanit degisken tretilmistir.
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Simulasyon calismalarinda y?> =0.8,0.9,0.95 ve 099 , 06rnek cap
n =500 ve 1000; aciklayict degisken sayisi ise p =5 ve 10 olacak sekilde
alinmistir. n, p ve y2 nin her bir segiminde, deney 1000 kez tekrarlanmistr.

Lojistik regresyon modelinde yapilan istatistiksel ¢ikarimlar asimptotik olarak
elde edildiginden kiiglk drnek caplar1 yerine buyuk 6rnek ¢aplar: bu ¢alismada tercih
edilmistir. Bunun yani sira, 6rnek ¢apinin agiklayici degisken sayisina oraninin (n/p)

da bilgi matrisinin tersinin alinabilmesinde 6nemli bir yer tuttugu gézlemlenmistir.
7.1. Simulasyon Cahsmas - 1

Bu bolimde, birinci-sira ridge lojistik ve birinci-sira JRL tahmin ediciyi
karsilastirmak icin simiilasyon calismalari tartisilmastir.

Bu calismada regresyon katsayilarinin tahmininde birinci-sira yaklasimi
kullandmustir. Yanhlik parametresi, ky, k. ve k,, olarak secilmistir.

Daha sonra, 8 nin bir § tahmin edicisi icin ABIAS ve tahmin edilmis MSE
ler (EMSE) sirasiyla

ABIAS(E) = Z?=1 |[?] - ﬁ]| ’[?] 100021000 B](T’)

ve

EMSE(B) = =32y — B) (Bery — B)

1 2
= To00 1000 1000 p (ﬁ](r) ) (71)

seklinde elde edilmistir. Burada, alt indis r, r -inci tekrar ve ¢, r -inci tekrardaki
f; nin tahminini gostermektedir.

Similasyon sonuclar: Sekil 7.1 - 7.6 de 6zetlenmistir. Mutlak yanhilikla ilgili
Sekil 7.1 - 7.3 icin yorumlar asagidaki gibidir:
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1. Bltin durumlarda, birinci-sira JRL tahmin edici, mutlak yanhilik kriterine
gore birinci-sira ridge lojistik tahmin ediciden ustiindur.

2. Mutlak yanhlik kriterine gore, ky degerinin kullaniminda, birinci-sira JRL
tahmin edicinin birinci-sira ridge lojistik tahmin ediciye gore stinltgl daha
aciktir.

3. Ornek capr arttikga, mutlak yanhlik kriterine gére birinci-sira JRL tahmin
edicinin birinci-sira ridge lojistik tahmin ediciye gore ustunligi daha da
belirginlesmektedir.

Tahmin edilmis MSE ile ilgili Sekil 7.4 - 7.6 igin yorumlar:

1. Yaklasik olarak tim durumlarda, birinci-sira JRL ve ridge lojistik tahmin
ediciler MSE kriterine gore birinci-sira ML den Ustlindur. Ancak, birinci-sira
ML tahmin edicinin birinci-sira JRL tahmin ediciye gore daha baskin oldugu
dustk ic iliskili, ylksek ornek caph ve disuk agiklayici degisken sayisina
sahip birkac¢ durum da bulunmaktadir.

2. Coklu ig iligki derecesi arttikga, MSE kriteri agisindan birinci-sira JRL
tahmin edicinin birinci-sira ML tahmin ediciye gore ustunligi daha da
belirginlesmektedir.

3. Bitiin durumlarda, birinci-sira JRL tahmin edici MSE kriterine gore birinci-

sira ridge tahmin ediciden az bir oranda tstundr.

67



7. SIMULASYON CALISMALARI

Engin ARICAN

y @ ;

i E,l : T
17 B = M
o : T i
i t

1 5 : = §
{1 E i E

e
L
-

i

+ 7
é :
P B

i

] 1

Sekil 7.1. k;; kullaniminda tahm

1] g r
s

68

.....

4 T :
1 o '
: +
% %
0 o el - A -
: 4+ .y
E i L ' H
H| 48 g
T . 1 :
: 4 T i
+ +
L]
: b :
in T ” S - n
..... Rl i
E H
i = ' H
! = T
B 1 .
H| |8 B8
T v LE ' .
_E_ K ‘r i
]
i : T

L

=
[raf T

in edicilerin ABIAS degerlerinin kutu grafikleri



7. SIMULASYON CALISMALARI

Engin ARICAN

1 s % e
17 B g
Ty

=t il

= o el b

1_
I

5
!
l

=
iy

fa ¢
!

:,;l i
17 B
!

Sekil 7.2. k; kullaniminda tahmin edicilerin ABIAS degerlerinin kutu grafikleri

Ly

69

= A et i

i et

%T
P °
!

18
1+ 7

Fexn

1

iy
D




Engin ARICAN

7. SIMULASYON CALISMALARI

1+ 1 1 71 91 7] 1% &
o E 5 i : :
17 2 1% H E Bl U8 §
- i T E- T T ! T i
1 )¢ 1 T A
e L e e
1 2 L T 1 & T ' H
| : = o B3 ' |
17 2 07 TLAT Pl le e
| T T :* .
3 ; . t
11 7 51 18 B8] 14
: : ! ‘ ! N
s &) 33 3 3
N 21 = 1B g
I+ T T L 5
| {1 SR
4 +
da tahr:nuiln edicilerin ABIA?S gggerlerinin kutu grafilzlﬁeri.

L]
[t =

Sekil 7.3. k,, kullanimin

70



7. SIMULASYON CALISMALARI Engin ARICAN

o e = p— L et p— T -
¥ : k. s
| i1 11
H& & 18
4 . T % % - El p—
= - X - A

e e
- = o - e s i
r-3 = L
= -3 = L
e - W e ™o el W

% *+ - -
L. X = I
i p L !
L J [ : g |

Ty | I s j. £l Tig)

o ' 1 ' ki [ ! '
4 * * o E. 3 i E| 3
= =] .y ™ p Y £ s - T 3

== [

Sekil 7.4, ky; kullaniminda tahmin edicilerin EMSE degerlerinin kutu grafikleri

71



7. SIMULASYON CALISMALARI

Engin ARICAN

{1 :

] i H i -

i i
E*-;— =
L L i 4

i
g r® I
i SRR
;!E"x -I-.-E"l.
._ﬁ .rr.ﬁ
f LI =
i ] .

= ] =

Sekil 7.5. k; kullaniminda tahmin edicilerin EMSE degerlerinin kutu grafikleri

72

= = = =
Bl i
o i =l g =i el e
- v
| 4 1
+ T
I
i1 : £ |
4 g g
' - '
i i
M ——— —— g ——— i
'} Yo ) 1] T ]
Vo— e
o ol i, e g
31
S |
i 1
] 7 +
- 1 i ¥ i
[
il | it |
J e i -
u = ) T 1= K
i e
i s eemps i
+ L
4
- ' '
] | 1 |
[ M i
i EI i EI
-
1 i
I
_L - - ] sls e
= = = 3 e =
e i e 1)



7. SIMULASYON CALISMALARI Engin ARICAN

T T T  — E = T = T
..... rorme [
=il 1l eyl anf b ] i L wrml ol e
: i
1 .
1 | 1
¥ | + l =k
| [ i
.r ¥ ] "
[ i 5 [
. : T i
T T i = = T T =3 -y
e trman e
o e ] 5 T .

{1t

.*

[k
be-[ T}t
{
| +{h
I
i 4
+h
H{ -

i i e L
i
i

+ i

B | 3 E i

- - s e

- i

- - 1 &

Ty 0y ) =3

Sekil 7.6t II?M kullaniminda tahlmin edicilerin EMSE aééerlerinin kutu grafikléri

Ty [ =3

73



7. SIMULASYON CALISMALARI Engin ARICAN

7.2. Simulasyon Cahsmasi - 2

Bu bolumde, similasyon sonuglari birinci-sira ML, birinci-sira PCLR,
birinci-sira ridge ve birinci-sira r — k stif lojistik tahmin edicileri karsilastrmak icin
kullaniimastir.

Temel bilesenlerin segimi igin ise "toplam degiskenligin yuzdesi" PTV = 0.90
olarak alinmistir. Yanllik parametresi k ise k, ve k, olarak secilmistir.

Birinci-sira r — k sinif lojistik modelde regresyon katsayilarinin tahmin
edilmesinde, indirgenmis modelin tam iterasyonlu ML tahmin edicisi baslangi¢
noktas: olarak kullanilmis ve yakinsama kriteri olarak 1 < 1076 belirlenmistir.
Indirgenmis modelin tam iterasyonlu ML tahmin edicisi elde edildikten sonra, bu
tahmin, r — k simf lojistik tahmin ediciyi hesaplamak icin baslangi¢ noktas: olarak
kullanilmastr.

Birinci-sira ML ve birinci-sira ridge lojistik tahmin edicilerde ise baslangic
degeri olarak EKK tahminleri, PCLR de ise indirgenmis modele ait EKK tahminleri
kullaniimstar.

B min bir tahmini B icin tahmin edilmis MSE ler (EMSE) Esitlik (7.1) de
verildigi sekilde ve toplam 6n-tahmin MSE (PMSE),

1

PMSE(B) = 3190 5P _ (miy (B) — mi(B))’ (7.2)

seklinde hesaplanmistur.
Similasyon sonuglar1 Sekil 7.7 - 7.10 da 6zetlenmistir. Hem EMSE hem de
PMSE degerleri igin asagidaki sonuclar elde edilmistir:

1. TUim durumlarda, birinci-sira r — k simif lojistik tahmin edici, birinci-sira
ML, PCLR ve birinci-sira ridge lojistik tahmin ediciden daha iyidir.

2. Ic iliski arttikca, birinci-sira r — k sinif lojistik tahmin edicinin, birinci-sira
ML tahmin ediciye ustunligi daha belirginlesmektedir.

3. Ornek capindaki degisimin etkisi konusunda yeterli kanit bulunamamstr.
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4. Aciklayict degisken sayisi arttikga, birinci-sira r — k sinif lojistik tahmin
edicinin, birinci-sira ML tahmin ediciye Gstunlugi artmaktadir. Yiksek i¢
iliski ve 6rnek capi degerlerinde ise, birinci-sira r — k simif lojistik tahmin
edicinin Gstunlugu daha da belirgin gérilmektedir.

5. kg ve k;, kullanimi benzer sonuclar Gretmistir.
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Sekil 7.7. k, kullaniminda ve n = 500 iken EMSE ve PMSE degerlerinin kutu
grafikleri
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Sekil 7.8. k,, kullaniminda ve n = 1000 iken EMSE ve PMSE degerlerinin kutu

grafikleri
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Sekil 7.9. k;, kullaniminda ve n = 500 iken EMSE ve PMSE degerlerinin kutu
grafikleri
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Sekil 7.10. k;, kullaniminda ve n = 1000 iken EMSE ve PMSE degerlerinin kutu
grafikleri
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7.3. Simulasyon Cahsmasi - 3

Bu bolimde, simulasyon sonuglarint ML, PCLR, Liu lojistik ve birinci-sira
r — d sinif lojistik tahmin ediciyi karsilastrmak icin kullanacagiz.

Temel bilesenlerin segimi icin ise "toplam degiskenligin yuzdesi" PTV, 0.80
ve 0.90 olarak secilmistir. Yanlilik parametresi d ise dj, olarak secilmistir.

Regresyon katsayilarinin tahmin edilmesinde, indirgenmis modelin tam
iterasyonlu ML tahmin edicisi baslangi¢ noktas: olarak kullaniimis ve yakinsama
kriteri olarak 1 x 107¢ belirlenmistir. Indirgenmis modelin tam iterasyonlu ML
tahmin edicisi elde edildikten sonra, bu tahmin, PCLR ve r — d simif lojistik tahmin
ediciyi hesaplamak igin baslangi¢ noktas: olarak kullaniimstir.

B nin bir g tahmin edicisi icin tahmin edilmis MSE ler (EMSE) ve 6n-tahmin
edilmis MSE ler (PMSE) sirasiyla Esitlik (7.1) ve (7.2) de verildigi sekilde
hesaplanmastir.

Simulasyon sonucglar1 Sekil 7.11 - 7.14 de &zetlenmistir. Bu sekillerden

yapilan ana ¢ikarimlar hem EMSE hem de PMSE icin gecerlidir:

1. Tim durumlarda, PCLR ve r — d sinif lojistik tahmin edici, ML ve Liu lojistik
tahmin ediciden daha iyidir. Ancak, r —d simf lojistik tahmin edicinin PCLR
Uzerindeki Ostlnligu konusunda herhangi bir sonuca varilamamuastir.

2. g iliski arttikca, PCLR ve r — d sinif lojistik tahmin edicinin, ML ve Liu lojistik
tahmin ediciye Gstunlugi daha belirginlesmektedir.

3. Ornek capr arttikga, tahmin edicilerin EMSE ve PMSE degerlerinin medyan ve
aralik (range) degerleri kiictilmektedir.

4. Aciklayict degisken sayisi arttikga, PCLR ve r — d simif lojistik tahmin edicinin,
ML ve Liu lojistik tahmin ediciye GUstinligu artmaktadir. Yiksek i¢ iliski ve
ornek cap1 degerlerinde ise, PCLR ve r —d sinif lojistik tahmin edicinin
ustinligl daha da belirgin gérilmektedir.

5. PTV esik degeri 0.90 dan 0.80 e diiserken, PCLR ve r — d sinif lojistik tahmin
edicilere ait kutu grafiklerinin genisligi y2 = 0.8,0.9 iken diismektedir. Fakat,
PTV esik degerinin y2 = 0.95,0.99 deki etkisine yonelik kanit yoktur.
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Sekil 7.11. d;, kullaniminda ve n = 500, p = 5,10, PTV = 0.90 iken tahmin
edicilerin EMSE ve PMSE leri i¢in kutu grafikleri
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Sekil 7.12. dj, kullaniminda ve n = 1000,p = 5,10, PTV = 0.90 iken tahmin
edicilerin EMSE ve PMSE leri icin kutu grafikleri
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Sekil 7.13. dj, kullaniminda ve n = 500, p = 5,10, PTV = 0.80 iken tahmin
edicilerin EMSE ve PMSE leri i¢in kutu grafikleri
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Sekil 7.14. d;, kullaniminda ve n = 1000,p = 5,10, PTV = 0.80 iken tahmin
edicilerin EMSE ve PMSE leri igin kutu grafikleri
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7.4. Simulasyon Cahsmasi - 4

Bu bolimde, birinci-sira jackknife ridge, birinci-sira r — d sinif ve birinci-
sira r — k simf lojistik tahmin ediciler ile birinci-sira ML tahmin edici EMSE
kriterine gore karsilastirilmastir.

PTV =090 olarak secilmistir. Yanhhk parametresi olarak, k, ve k,
kullanilirken, Liu yanlilik parametresi olarak d,, kullanilmistir.

Birinci-sira r —d ve r — k sinif lojistik modelde regresyon katsayilarinin
tahmin edilmesinde, indirgenmis modelin EKK tahminleri kullanilirken, birinci-sira
ML ve birinci-sira jackknife ridge lojistik tanmin edicilerde ise baslangic degeri
olarak EKK tahminleri alinmastr.

B nin bir g tahmin edicisi icin tahmin edilmis MSE ler (EMSE) Esitlik (7.1)
de verildigi sekilde hesaplanmistir.

Simulasyon sonuclar: Sekil 7.15 ve 7.16 da 6zetlenmistir:

1. Tim durumlarda, birinci-sira jackknife ridge, birinci-sira r —d simif ve
birinci-sira r — k simif lojistik tahmin ediciler, birinci-sira ML tahmin
ediciden EMSE kriterine gore daha iyi performans vermistir.

2. lIc iliski arttikca, birinci-sira jackknife ridge, birinci-sira r —d siif ve
birinci-sira r — k sinif lojistik tahmin edicilerin, birinci sira ML tahmin
ediciye Ustlnllgl daha belirginlesmektedir.

3. ky kullaniminda ve diisiik ic iliski seviyesinde en iyi performans: birinci-sira
r — k sinif lojistik tahmin edici verirken birinci-sira r — d simif ve birinci-sira
ridge jackknife lojistik tahmin edici birbirine yakin sonuc vermistir. k,
kullaniminda ve dusuk ic iliski seviyesinde ise yine en iyi performansi
birinci-sira r — k simif lojistik tahmin edici verirken birinci-sira r — d simif
lojistik tahmin edici, birinci-sira jackknife ridge lojistik tahmin edici EMSE

kriterine gbre daha iyi sonug vermistir.
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Sekil 7.15. ky kullaniminda tahmin edicilerin EMSE leri icin kutu grafikleri
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8. SONUC VE ONERILER

Lojistik regresyon modelinde coklu i¢ iliski problemi son yillarda
arastirmacilarin ¢okcga dikkatini cekmektedir. Bu calismada da lojistik regresyon
modelinde ¢oklu i¢ iliski problemi incelenmistir. ilk olarak, lojistik regresyonun
kullanimina neden ihtiya¢ duyuldugundan ve kullanim alanlarindan bahsedildikten
sonra kullanim alanlarina iliskin 6rnek calismalar ve ML tahmin edici hakkinda bilgi
verilmistir. Lojistik regreson modelinde ¢oklu i¢ iliskinin var olmas: durumunda ML
tahmin ediciye alternatif olarak Onerilen literatiirdeki mevcut tahmin ediciler
incelenmistir.

Bu calismada ise, hem ML hem de literattirdeki mevcut yanl tahmin edicilere
alternatif olabilecek birinci-sira jackknife ridge lojistik, birinci-sirar —k ver —d
sinif lojistik tahmin ediciler ve bu tahmin ediciler icin yanlilik parametresi secim
yontemleri de ileri surtlmustir. ileri surtlen bu tahmin ediciler, hem ML hem de
mevcut yanh tahmin edicilerle sayisal ornekler (Gelir ve Yasam Kosullari
Arastirmasi, Kanser Gerileme ve Barinma Sorunu veri kimeleri) ve similasyon
calismalari ile karsilastirilmistir. Ayrica, birinci-sira jackknife ridge lojistik tahmin
edicinin, birinci-sira ML ve birinci-sira ridge lojistik tahmin edicilerden matris ve
skaler degerli MSE kriterine gore (stin olmas: icin gerek ve yeter kosullar
verilmistir. Buna ek olarak, birinci-sira r — k simif lojistik tahmin edicinin, birinci-
sira ML, birinci-sira ridge ve temel bilesenler lojistik tahmin ediciye gore skaler
degerli MSE acisindan Ustlin olmasi igin gerek ve yeter kosullar verilmistir.

Similasyon calismalarinda elde edilen sonuclara gore, bu calismada Onerilen
uc tahmin edici, hem birinci-sira ML hem de literatirdeki mevcut tahmin edicilerden
MSE kriterine gére daha iyi sonug vermistir. Onerilen ti¢ tahmin edicinin birinci-sira
ML tahmin ediciye ustinligd coklu ic iliski artikca belirginlesmektedir. Yanlilik
parametrelerinin seciminin de sonuglari etkiledigi gozlemlenmistir. Birinci-sira JRL
tahmin edicinin mutlak yanlilik kriterine gore birinci-sira ridge lojistik tahmin ediciyi
domine ettigi tespit edilmistir.

Sonug olarak, bu karsilastirmalarda elde edilen sonuglara goére ileri sirtlen

tahmin ediciler, ML ve mevcut yanli tahmin edicilere alternatif olarak
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kullanilabilirler. Cunki yapilan calismalar, 6nerilen tahmin edicilerle coklu i¢
iliskinin etkilerini azaltan daha kararli parametre tahminleri ve daha kiicik skaler
MSE degerleri elde edildigini gostermistir. Ancak unutulmamalidir ki, ileri strllen
tahmin edicilerin performans: yanlilik parametrelerine (k ve d), 6rnek capina (n),
aciklayic1 degisken sayisina (p) ve coklu ic iliski derecesine (y?2) baghdur.

Uzerinde calisiimay: bekleyen, ¢oklu i¢ iliskinin olmas: durumnda alternatif
tahmin yontemleri, degisken secim yontemleri ve etkin gozlem teshis yontemleri gibi

bircok konu bulunmaktadir.
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